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Resumo

O café é uma das culturas agrícolas mais importantes do mundo, com o Brasil sendo o

maior produtor e segundo maior consumidor. A produtividade das lavouras deCoffea arabica

é afetada por diversos fatores, incluindo a ferrugem do cafeeiro causada pelo fungoHemileia

vastatrix. O controle dessa doença é crucial, e a seleção de cultivares resistentes é uma es-

tratégia e�ciente. Em programas de melhoramento genético, a resistência é avaliada usando

discos foliares inoculados com o patógeno, um processo que depende de avaliações subjeti-

vas e treinamento de especialistas, sendo demorado e custoso. A inteligência arti�cial (IA)

desenvolve algoritmos que simulam tarefas cognitivas humanas, como raciocínio e aprendiza-

gem. Redes Neurais Convolucionais (CNNs) são ferramentas de IA e�cazes no processamento

de imagens, permitindo inferências precisas e rápidas. No entanto, o desempenho das CNNs

depende de grandes conjuntos de imagens de treinamento. Embora existam bancos de dados

sobre ferrugem do cafeeiro, poucos utilizam a metodologia de discos foliares ou apresentam

diferentes estágios da doença de forma padronizada. Este estudo propõe o uso de transferência

de aprendizado e CNNs para classi�cação e predição da severidade da ferrugem do cafeeiro.

Foi utilizado um banco de imagens com 9.426 fotos de discos foliares inoculados e catego-

rizados em seis classes. As CNNs pré-treinadas, VGG-16, VGG-19, InceptionV3, ResNet50,

ResNet101 e DenseNet121, alcançaram acurácias superiores a 91% na classi�cação binária

e acima de 73% no problema multiclasse, superando métodos tradicionais. Além disso, os

modelos previram as notas �nais com uma e duas semanas de antecedência à última avaliação

humana, com acurácias acima de 89% na penúltima semana. Esses resultados destacam o po-

tencial das técnicas de visão computacional e redes neurais profundas para acelerar e aprimorar

o processo de melhoramento genético em plantas.

xi



Palavras-chave:Banco de Imagens, Coffea arabica, Melhoramento Genético, Hemileia vasta-

trix, Redes Neurais Convolucionais, Visão Computacional, Inteligência Arti�cial, Transferência

de Aprendizado.



Abstract

Coffee is one of the most important agricultural cultures in the world, with Brazil being

the largest producer and second largest consumer. The productivity ofCoffea arabicacrops

is affected by several factors, including coffee leaf rust caused by the fungusHemileia vasta-

trix. Controlling this disease is crucial, and selecting resistant cultivars is an ef�cient strategy.

In breeding programs, resistance is evaluated using leaf discs inoculated with the pathogen,

a process that relies on subjective evaluations and expert training, making it time-consuming

and costly. Arti�cial intelligence (AI) develops algorithms that simulate human cognitive tasks,

such as reasoning and learning. Convolutional neural networks (CNNs) are effective AI tools for

image processing, enabling accurate and fast inferences. However, the performance of CNNs

depends on large sets of training images. Although there are databases on coffee leaf rust, few

use the leaf disc methodology or present different stages of the disease in a standardized way.

This study proposes the use of transfer learning and CNNs to classify and predict the severity

of coffee leaf rust. An image database with 9,426 photos of inoculated leaf discs categorized

into six classes was used. The pre-trained CNNs, VGG-16, VGG-19, InceptionV3, ResNet50,

ResNet101 and DenseNet121, achieved accuracies of over 91% in the binary classi�cation and

over 73% in the multiclass problem, outperforming traditional methods. In addition, the mod-

els predicted �nal scores one and two weeks before the last human evaluation, with accuracies

above 89% in the week before last. These results indicate the potential of computer vision

techniques and deep neural networks to accelerate and strengthen the process of genetic im-

provement in plants.

Keywords: Image Database, Coffea arabica, Genetic Breeding, Hemileia vastatrix, Convolu-

tional Neural Networks, Computer Vision, Arti�cial Intelligence, Transfer Learning.
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CAPÍTULO 1

Introduç̃ao

O café é uma das principais commodities agrícolas do mundo, com a produção global atin-

gindo aproximadamente 168,2 milhões de sacas em 2023 (International Coffee Organization

(ICO), 2020). O Brasil destaca-se como o maior produtor de café, com uma produção total

de cerca de 55,1 milhões de sacas de café processado no mesmo ano (Companhia Nacional de

Abastecimento (Conab), 2023), das quais 38,9 milhões (70,7% do volume total) correspondem

à espécieCoffea arabica. O consumo de café é extenso em todo o mundo, com os Estados

Unidos, Brasil, Alemanha e Japão entre os maiores consumidores. Apesar de sua popularidade

global, estima-se que aproximadamente 70% dos cerca de 25 milhões de produtores de café são

agricultores de pequena escala, que administram menos de 10 hectares de terra (Bianco, 2020).

Apesar de sua relevância econômica e social, a produção de café enfrenta desa�os signi�-

cativos devido a fatores abióticos e bióticos (Talhinhas et al., 2017). A ferrugem do cafeeiro,

causada pelo fungoHemileia vastatrix, é uma das principais ameaças, podendo causar perdas

de produção de até 35% no Brasil, e em condições climáticas adversas, essas perdas podem

superar os 50% (Zambolim e Caixeta, 2021). Estratégias como o controle químico com fungi-

cidas e o desenvolvimento de cultivares resistentes são empregadas para combater essa doença,

sendo a resistência genética uma alternativa mais sustentável e econômica (Waller et al., 2007;

Várzea et al., 2002).

Tradicionalmente, a identi�cação de cafeeiros resistentes aoHemileia vastatrixé realizada

por meio da metodologia de disco de folhas, onde uredósporos são aplicados em discos foliares

em ambiente controlado para observar o desenvolvimento da doença ao longo das semanas (Ta-

mayo et al., 1995). No entanto, esse método é demorado e suscetível a erros subjetivos, devido

à variabilidade na análise visual dos especialistas (Weizheng et al., 2008). Em um único dia um

1



Capítulo 1. Introdução 2

pro�ssional chega a avaliar 300 gerboxes, contendo até 16 discos foliares cada, portanto pro-

blemas como perda de concentração, cansaço e di�culdade na identi�cação precisa das formas

de infecção das amostras são comuns (Bock et al., 2010). Além disso, é necessário que os os

pro�ssionais sejam treinados esporadicamente para manter a qualidade das análises e aumentar

as taxas de acerto no diagnóstico das amostras.

Para superar as limitações dos métodos tradicionais, a Inteligência Arti�cial (IA) oferece

técnicas avançadas que permitem que máquinas realizem tarefas cognitivas normalmente de-

sempenhadas por seres humanos (Haykin, 2001). Diversos estudos mostraram as aplicações

dessas ferramentas inovadoras, em conjunto com técnicas de visão computacional, em proble-

mas de identi�cação, previsão e classi�cação de doenças em plantas. Eles evidenciaram que

o uso de imagens digitais é mais preciso e consistente comparado à abordagem tradicional de

avaliação visual, o que resulta em melhorias na qualidade e produção (Bock et al., 2010).

A implementação dessas tecnologias possibilita, por exemplo, a detecção precoce da ferru-

gem do cafeeiro nas plantações, o que pode contribuir para redução das perdas severas causadas

pela doença. Nesse contexto, índices de vegetação, obtidos a partir de imagens de veículos

aéreos não-tripulados (VANT's), foram utilizados para classi�car a severidade da doença em

diferentes níveis de infestação, uma vez que plantas infectadas pela doença apresentam dife-

renças em sua resposta de re�ectância espectral em comparação com plantas saudáveis. Entre

os diversos algoritmos baseados em árvores que foram testados, o modelo de árvore logística

(Logistic Model Tree - LMT)demonstrou os melhores resultados, especialmente na detecção

precoce e avançada da doença (Marin et al., 2021).

Além da ferrugem, outras doenças que afetam o café também foram estudadas utilizando

visão computacional e algoritmos de aprendizado de máquina. Nesse cenário, um novo índice

espectral, denominado "Coffee-Leaf-Miner Index", foi desenvolvido para detectar infestações

de bicho-mineiro em plantações de café, utilizando imagens multiespectrais do satélite Sentinel-

2. Este índice foi analisado por meio de algoritmos de aprendizado de máquina, comoRandom

Forest (RF) eSupport Vector Machine(SVM), mostrando-se e�ciente para o monitoramento

remoto de pragas no café (Vilela et al., 2023).

Até recentemente, diversos algoritmos e ferramentas tradicionais de processamento de ima-

gens eram amplamente utilizados para a detecção de doenças em plantas. Os métodos iniciais

de pré-processamento envolviam redimensionar as imagens para ajustar a resolução ou reduzir

Teixeira Santana, Antônio.
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o custo computacional. Outras estratégias incluíam técnicas de segmentação de cores, onde as

imagens eram divididas com base na intensidade e variação de cores para isolar áreas afetadas

(Ss et al., 2011). Algoritmos como K-Means e Otsu eram frequentemente utilizados para agru-

par pixels com características semelhantes. Além disso, métodos de extração de características

de textura, como o uso de matrizes de coocorrência de nível de cinza (GLCM), eram emprega-

dos para capturar a textura das folhas, facilitando a classi�cação das doenças (Al-Hiary et al.,

2011).

Embora e�cazes em sua época, esses estudos abriram caminho para tecnologias mais avan-

çadas. Técnicas comoDeep Learninge Redes Neurais Convolucionais, do inglêsConvoluti-

onal Neural Network(CNN) oferecem melhor desempenho, superando limitações anteriores e

fornecendo ferramentas mais robustas para a detecção e classi�cação de doenças em plantas,

essenciais para a sustentabilidade e produtividade agrícola.

Devido à sua estrutura, as CNNs conseguem extrair características complexas a partir de

imagens, atuando como extratores automáticos e eliminando a necessidade de matrizes de coo-

corrência de níveis de cinza para obtenção de padrões de textura, por exemplo. As informações

obtidas por essas redes são utilizadas como entradas para algoritmos como oLearning Vector

Quantization(LVQ) para classi�car diferentes doenças em folhas de tomate, atingindo uma acu-

rácia média de 86,0% (Sardogan et al., 2018). Um estudo explorou ainda mais as capacidades

das CNNs ao treinar uma rede para classi�car 15 classes, incluindo várias doenças foliares e fo-

lhas saudáveis. O treinamento, realizado com oframeworkCaffe (Jia et al., 2014), resultou em

uma precisão média de 96,3%, variando entre 91% e 98% para diferentes classes, demonstrando

o poder dessas redes (Sladojevic et al., 2016).

Pesquisadores aplicaram imagens de folhas de café e CNNs para identi�car a ferrugem

do cafeeiro nas folhas, atingindo uma acurácia de 0,95. Contudo, o estudo não especi�cou a

distribuição dos dados utilizados e foi limitado a detectar a presença da doença, sem diferenciar

seus diversos estágios (Marcos et al., 2019).

Em outro trabalho, foi proposto o uso de IA para classi�car diferentes doenças que afetam

o cafeeiro. Uma combinação de várias CNNs profundas em uma arquiteturaensemble, foi

utilizada para classi�car imagens de folhas de café em quatro doenças diferentes (ferrugem do

cafeeiro, cercosporiose, mancha-de-phoma e a praga do bicho-mineiro), além de folhas sadias,

obtendo uma acurácia de 97,31% (Novtahaning et al., 2022).
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No campo do melhoramento genético doCoffea arabicavisando resistência à ferrugem

do cafeeiro, a aplicação de algoritmos de aprendizado de máquina tem mostrado um poten-

cial signi�cativo. Marcadores genéticos relevantes para a resistência foram utilizados em uma

comparação entre Redes Neurais Arti�ciais (RNA) e Regressão Linear Generalizada Bayesi-

ana (BGLR), na qual veri�cou-se que as RNA apresentaram uma taxa de erro de classi�cação

menor (1,60%) em relação à BGLR (2,4%) na tarefa de classi�car amostras inoculadas com o

fungo em resistentes ou suscetíveis à doença, segundo a escala de Tamayo et al. (1995) (Silva

et al., 2017). Outros algoritmos de aprendizado de máquina, como Árvores de Decisão (DT),

também mostraram ser capazes de utilizar informações genômicas para classi�car diferentes

níveis de resistência, atingindo acurácias médias entre 30,6% e 60,7% (Sousa et al., 2020).

Contudo, esses resultados ainda deixam espaço para aperfeiçoamento, seja desempenho ou

praticidade. Por exemplo, a genotipagem para obter os marcadores pode ser cara e exigir labo-

ratórios especializados e reagentes especí�cos. Em contraste, a captura de imagens de discos

foliares pode ser feita com equipamentos relativamente baratos e acessíveis comosmartphones.

Nesse cenário, o uso de CNN para a classi�cação e predição dos níveis de resistência oferece

vantagens adicionais. Essas redes são particularmente e�cazes na análise de imagens, permi-

tindo a detecção precoce e precisa dos sinais e sintomas de doenças nas folhas de café. Além

disso, as CNN automatizam o processo de extração das características fenotípicas diretamente

das imagens, eliminando a necessidade de extrações manuais de características como cor, tex-

tura, entropia e energia, comuns em algoritmos tradicionais como RNA e DT (Oquab et al.,

2014).

Ademais, essas arquiteturas convolucionais demonstram �exibilidade ao serem aplicadas em

diversas áreas (Granzotto et al., 2020; Ludermir, 2021). Isso é possível graças à transferência de

aprendizado, uma técnica que permite utilizar características extraídas de um problema genérico

em aplicações especí�cas. Esta abordagem acelera a implementação e o treinamento, resultando

em soluções mais robustas (Goodfellow et al., 2016).

1.1 Objetivos

O presente estudo tem como objetivo classi�car a resistência e os diferentes níveis de se-

veridade doCoffea arabicaà ferrugem do cafeeiro através técnicas de visão computacional e
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5 1.2. Organização do Trabalho

Redes Neurais Convolucionais. Ademais, será avaliada a predição dos níveis de severidade, ou

resistência, com um número menor de dias em relação à última avaliação humana.

Como objetivos especí�cos, tem-se:

• Construir um banco de imagens inédito, obtido em condições controladas, contendo amos-

tras referentes às três últimas semanas de avaliação e com diferentes estágios da evolução

da ferrugem do cafeeiro.

• Avaliar arquiteturas de CNN pré-treinadas em dois cenários de classi�cação: classi�cação

binária (resistente ou suscetível) e multiclasse (diferentes níveis de severidade à doença).

• Testar o melhor modelo de cada cenário para avaliar a resistência à ferrugem do cafeeiro e

os diferentes níveis de severidade da infecção com um número menor de dias em relação

à última semana de avaliação humana.

1.2 Organização do Trabalho

Este documento é dividido em cinco capítulos. O primeiro capítulo introduz o tema e a

motivação para a pesquisa.

O capítulo 2 discute os fundamentos teóricos e matemáticos empregados no projeto.

No capítulo 3, são detalhados os materiais e métodos adotados, incluindo a coleta e proces-

samento de imagens e o treinamento das CNN selecionadas.

O capítulo 4 analisa e discute os resultados alcançados.

Finalmente, o capítulo 5 conclui o trabalho e sugere direções para pesquisas futuras.
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CAPÍTULO 2

Fundamentaç̃ao Téorica

Esse capítulo aborda os conceitos e ferramentas necessárias para o entendimento do traba-

lho. Aqui serão detalhados o métodoK-meanse as transformações morfológicas que foram

utilizadas nas etapas de tratamento e pré-processamento das fotos capturadas para criação do

banco de dados. Também será abordado a teoria por trás das Redes Neurais Convolucionais e as

redes pré-treinadas que serão utilizadas nesse trabalho. Será apresentado o conceito da transfe-

rência de aprendizado e como é feita a sua aplicação. Por �m, será apresentado a teoria do teste

estatístico de McNemar, que foi empregado nas etapas de predições dos modelos utilizados.

2.1 AgrupamentoK-Means

O algoritmoK-Means, proposto inicialmente por MacQueen et al. (1967) e aprimorado por

Hartigan e Wong (1979), é um dos métodos mais empregados e fundamentais de agrupamento

(clustering) no campo da aprendizagem de máquina. A essência desse método reside na mi-

nimização da variânciaintra-cluster, o qual é realizado através da otimização iterativa de dois

passos principais: a atribuição de cada ponto de dados ao centroide mais próximo, seguida pelo

recalculo dos centroides como o centro geométrico dos pontos atribuídos a eles.

Formalmente, o objetivo doK-Meansé minimizar a função de custo de�nida como a soma

das distâncias quadradas entre os pontos de dados e o centroide de seu respectivo agrupamento.

Esta função é expressa matematicamente por:

J =
NX

i =1

KX

j =1

! ij kx i � � j k
2 (2.1)
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aqui, x i representa o i-ésimo ponto,� j é o centroide do j-ésimo agrupamento, e! ij é uma

variável indicadora, cujo valor é igual a 1 se o pontox i é atribuído ao agrupamentoj e 0 caso

contrário. A minimização dessa função objetiva leva à formação de agrupamentos nos quais a

variância interna é minimizada. Contudo, esse método não está isento de limitações, visto a sua

sensibilidade à escolha inicial dos centroides, que pode levar a minimizações locais sub-ótimas

da função objetivo (Arthur e Vassilvitskii, 2007).

2.2 Operações Morfológicas de Erosão e Dilatação

As operações morfológicas de erosão e dilatação, inicialmente introduzidas e desenvolvidas

por Serra (1983), representam técnicas essenciais no campo do processamento de imagens. Elas

se mostram particularmente úteis para analisar formas e estruturas em imagens binárias, ou em

escalas de cinza. Essas operações são realizadas com a ajuda de um elemento estruturante pre-

de�nido, que é crucial para determinar o tipo de transformação aplicada aos pixels da imagem.

Frequentemente, essas duas técnicas são utilizadas consecutivamente para efetuar a abertura e

o fechamento morfológicos, processos que auxiliam em diversas funções, incluindo a remoção

de ruído, a segmentação e a detecção de bordas.

A erosão é uma operação que visa diminuir as fronteiras dos objetos em uma imagem. Para

uma imagem binária, a erosão pode ser de�nida matematicamente como:

A 	 B =
n
zj(B̂ )z � A

o
(2.2)

ondeA é o conjunto dos pixels do objeto na imagem,B é o elemento estruturante, e(B)z é

a translação deB pelo pontoz. O resultado é o conjunto de todos os pontosz para os quais

B , quando centrado emz, está completamente contido emA. Essa operação tende a remover

pequenas protuberâncias da imagem e pode desconectar objetos levemente unidos.

A dilatação é o processo inverso, utilizado para expandir as áreas dos objetos. A dilatação

de uma imagemA pelo elemento estruturanteB é dada por:

A � B =
n
zj(B̂ )z \ A 6= ?

o
(2.3)

ondeB̂ representa o elemento estruturante re�etido em relação à sua origem. Neste caso,z
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9 2.3. Redes Neurais Convolucionais

pertence ao resultado da dilatação seB, quando centrado emz intersectaA. A dilatação é útil

para preencher buracos e lacunas em objetos e para conectar regiões próximas.

A combinação destas duas operações fundamentais permite a realização de técnicas mais

complexas de processamento morfológico. Por exemplo, a abertura morfológica, que é a erosão

seguida de dilatação, é e�caz na remoção de objetos pequenos, enquanto o fechamento morfo-

lógico, dilatação seguida de erosão, é utilizado para fechar pequenos buracos e lacunas dentro

de objetos. A Fig. 2.1 ilustra essas operações morfológicas sobre uma imagem binária.

Figura 2.1: Operações morfológicas. Retirado e adaptado de Bhatia e Goel (2011).

2.3 Redes Neurais Convolucionais

As Redes Neurais Convolucionais, são uma forma de algoritmo de aprendizado profundo

(do inglês,Deep Learning) amplamente empregado em uma variedade de aplicações de vi-

são computacional, incluindo, mas não se limitando a, reconhecimento facial, classi�cação de

imagens, processamento e análise de vídeos, processamento de linguagem natural, sistemas de

navegação autônomos (Khan et al., 2020), além de identi�cação e classi�cação de doenças em

plantas. A proliferação dessas redes pode ser creditada a dois fatores principais: avanços no
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Capítulo 2. Fundamentação Teórica 10

processamento computacional e a abundância de dados disponíveis. Adicionalmente, a capaci-

dade de extrair características de forma automática contribuiu ainda mais para a ampla adoção

dessa ferramenta.

A soma sinérgica desses fatores permitiram às CNNs atingir elevada precisão e e�cácia em

suas tarefas, aspectos cruciais para a detecção e classi�cação de doenças em plantas (Lu et al.,

2021). A aplicação de uma série de �ltros e operações sobre as imagens de entrada permitem

que elas aprendam padrões complexos à medida que as informações são processadas ao longo

da estrutura da rede neural.

Uma estrutura padrão de uma rede neural convolucional consiste das seguintes camadas:

uma camada de entrada; camadas convolucionais; camadas de ativação; camadas de agrupa-

mento; camadas totalmente conectadas e, por �m, a camada de saída. A diversidade de arquite-

turas de redes convolucionais reside na composição alternada dessas camadas, somadas a outras

operações.

2.3.1 Camada de entrada

Essa camada é responsável por receber a imagem de entrada. Seu formato é determinado

pela con�guração especí�ca da rede utilizada, com algumas redes aceitando exclusivamente

imagens no formato de 224x224 pixels, enquanto outras exibem maior �exibilidade em termos

de requisitos de entrada. Além disso, a entrada para a rede pode assumir a forma de imagens

unidimensionais ou até tridimensionais (RGB).

2.3.2 Camada convolucional -convolutional layer

A camada convolucional desempenha um papel crucial dentro da CNN e é responsável pela

extração e aprendizado de padrões a partir da imagem de entrada (Lu et al., 2021). Ela é com-

posta por uma série de �ltros que são aplicados sobre os dados da camada anterior. Cada �ltro

é uma matriz de pesos, também chamado de kernel, que varrem a imagem a partir de sucessivas

convoluções, conforme (2.4), ilustrada na Fig. 2.2.

(f � g)(x; y) =
m� 1X

i =0

n� 1X

j =0

f (i; j ) � g(x � i; y � j ) (2.4)

Onde:

Teixeira Santana, Antônio.



11 2.3. Redes Neurais Convolucionais

• f eg são a matriz de entrada e o �ltro (kernel) da convolução, respectivamente;

• (f � g)(x; y) é o valor resultante da convolução para a posição(x,y);

• men são as dimensões do �ltrog.

Figura 2.2: Operação de convolução. Modi�cado de (Podareanu et al., 2019).

Esse processo é repetido para cada kernel e o seu produto é um mapa de características que

vão se especi�cando à medida que a informação �ui pela rede, isto é, as primeiras camadas

convolucionais conseguem extrair padrões mais genéricos como bordas, porém, à medida que

a rede se aprofunda, as camadas seguintes adquirem características cada vez mais complexas e

abstratas, como formas, texturas e padrões, que são especí�cos dos dados de entrada (Kamilaris

e Prenafeta-Boldú, 2018).

Essa capacidade de extração automática de características é um dos motivos que justi�ca o

sucesso das CNNs sobre os métodos tradicionais, uma vez que abre mão do processo manual

de extração das variáveis de entrada, permitindo a adaptação dessas redes aos mais diversos

problemas (Oquab et al., 2014).

2.3.3 Camada de agrupamento -pooling layer

A camada de agrupamento, um componente integral de uma rede neural convolucional

(CNN), opera diretamente nos mapas de características (feature maps) provenientes das cama-

das convolucionais anteriores. Seu objetivo principal é reduzir a dimensionalidade dos mapas,

otimizando a e�ciência da rede neural ao preservar as informações mais pertinentes. Conse-

quentemente, a rede torna-se mais resiliente a variações na imagem de entrada como rotações
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e translações, levando a uma redução da complexidade computacional e a uma melhoria na

capacidade de generalização do modelo (Ranzato et al., 2007).

A pooling layerdivide a matriz de entrada em regiões uniformes e não sobrepostas, fa-

cilitando a execução das operações de agrupamento. Entre essas operações, as mais comuns

incluem o máximo (max pooling) e a média (average pooling), conforme ilustrado na Fig. 2.3.

O agrupamento máximo divide ofeature mapem regiões quadradas, sem interseção, e extraí

seu valor máximo. Esse processo resulta em um novo mapa de características com dimensões

reduzidas. Ao fazer isso, as informações mais pertinentes são propagadas para os estágios

subsequentes. Em contrapartida, a operação de média opera de maneira similar, porém calcula-

se a média dos valores de ativação presentes em cada região. Essa operação suaviza os recursos

enquanto mantém uma representação mais re�nada das regiões da imagem (Bieder et al., 2021).

Figura 2.3: Representação das operaçõesMax poolingeAverage poolingem uma camada de
agrupamento. Retirado de (Yani et al., 2019).

2.3.4 Camada totalmente conectada -fully connected layer

As camadas completamente conectadas estabelecem conexões entre todos os neurônios na

camada anterior e todos os neurônios na camada subsequente, gerando, em última instância, a

saída �nal (Zeiler e Fergus, 2014). Enquanto as camadas anteriores concentram-se na extração

de características e padrões intrínsecos presentes nas imagens, as camadas completamente co-

nectadas, oufully connected layers, desempenham um papel mais signi�cativo na interpretação

e na assimilação dessas informações.
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13 2.4. Redes Neurais Pré-treinadas

Nesse contexto, elas operam realizando um processo de ponderação dos valores recebidos

da camada anterior, seguido pela aplicação de funções de ativação tipicamente não-lineares, tais

como ReLU, sigmoide, softmax e tanh. Essas funções tem o propósito de introduzir elementos

não lineares e capacidade de aprendizado ao modelo (Gu et al., 2018). Sua saída é, então, uti-

lizada para a realização de tarefas de classi�cação, na qual fornece um vetor de probabilidades

associadas a cada classe, ou regressão a partir de valores contínuos (Rawat e Wang, 2017).

Além das camadas previamente discutidas, outras camadas desempenham papéis cruciais

em CNNs. Entre elas, duas merecem destaque: a camada deDropout e a camada deBatch

Normalization. Essas camadas adicionais podem ajudar a melhorar o desempenho da CNN em

tarefas especí�cas, como a estabilidade do treinamento, a prevenção doover�tting e a introdu-

ção de não linearidade no modelo.

A camada deDropout é uma técnica regularizadora fundamental que contribui para a me-

lhora do desempenho da rede. Ela aleatoriamente "desativa"uma fração dos neurônios durante

cada passagem de treinamento, forçando a rede a aprender representações mais robustas e ge-

neralizáveis, melhorando assim a capacidade de generalização do modelo para novos dados

(Srivastava et al., 2014).

Por outro lado, a camada deBatch Normalizationnormaliza as ativações de cada camada,

o que estabiliza o processo de treinamento, reduzindo os problemas de instabilidade e acele-

rando a convergência do modelo. Isso é especialmente útil em redes mais profundas, onde a

propagação de gradientes pode ser um desa�o (Ioffe e Szegedy, 2015).

As combinações de camadas adicionais que são usadas em uma arquitetura de CNN variam

de acordo com o problema especí�co que está sendo abordado. No entanto, algumas combi-

nações são mais comuns do que outras. Compreender como essas camadas se combinam é

essencial para projetar e implementar CNNs e�cazes e adaptáveis para uma ampla gama de

aplicações.

2.4 Redes Neurais Pré-treinadas

A combinação de diferentes camadas, o desenvolvimento de extensos banco de imagens

para o treinamento de redes neurais (Deng et al., 2009) e o surgimento de competições de des-

taque em visão computacional (Russakovsky et al., 2015), desempenharam um papel crucial na
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popularização das arquiteturas de CNN. Essas redes foram treinadas com conjuntos de dados

massivos, contendo milhões de amostras, resultando em uma notável capacidade de genera-

lização. Como resultado, esses modelos foram disponibilizados com os pesos obtidos nesses

treinamentos originais e, posteriormente, adaptados para resolver problemas em novos domí-

nios.

Dentro do contexto das redes neurais pré-treinadas, destacam-se pioneiras como a AlexNet e

a GoogleNet. A AlexNet, proposta por (Krizhevsky et al., 2012) em 2012, foi uma das primeiras

a utilizar arquiteturas profundas e obteve sucesso notável no desa�o ImageNet, estabelecendo

a viabilidade dessas redes para tarefas de visão computacional. Por sua vez, a GoogleNet (Sze-

gedy et al., 2015), também conhecida como InceptionV1, introduziu módulos de convolução e

estruturas mais complexas, promovendo e�ciência computacional e desempenho em 2014.

Neste trabalho, foram utilizadas outras arquiteturas de redes neurais pré-treinadas de desta-

que: as variantes VGG-16 e VGG-19, propostas pelo Visual Geometry Group; as redes, Res-

Net50 e ResNet101, notáveis por suas conexões residuais; a InceptionV3, uma evolução da Go-

ogleNet; e a DenseNet121, com uma arquitetura densamente conectada. Essas redes trouxeram

contribuições inovadoras como o aprimoramento na extração de características e desempenho

excepcional em diversas tarefas de visão computacional. Além disso, suas qualidades únicas as

diferenciam entre si, seja pela profundidade das camadas ou pela quantidade de parâmetros, o

que possibilita uma análise completa de como tais atributos impactam no desempenho das redes

nos problemas propostos. As próximas subseções abordarão detalhadamente cada uma dessas

redes pré-treinadas.

2.4.1 VGG-16 e VGG-19

A VGG-16, comparada à AlexNet, é uma arquitetura de rede neural convolucional (CNN)

pré-treinada com aproximadamente 138 milhões de parâmetros, notável por sua profundidade e

uniformidade na disposição das camadas convolucionais. Vencedora do "The ImageNet Large

Scale Visual Recognition Challenge (ILSVRC)"de 2014, ela foi proposta pelo Visual Geometry

Group (VGG) do Departamento de Engenharia Eletrônica e Elétrica da Universidade de Oxford

e apresentada por Simonyan e Zisserman (Simonyan e Zisserman, 2014).

Esta arquitetura destaca-se por seu total de 16 camadas, consistindo em 13 camadas convo-

lucionais e 3 camadas totalmente conectadas, sem o uso de camadas de normalização ou co-
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nexões residuais, diferenciando-se por sua simplicidade estrutural em comparação com outras

arquiteturas contemporâneas. Sua profundidade foi alcançada por meio de múltiplas camadas

convolucionais de tamanho reduzido (3x3), com camadas depooling(agrupamento) intercala-

das entre as camadas convolucionais para redução progressiva da dimensionalidade espacial e

da quantidade de parâmetros, possibilitando a extração de características mais relevantes das

imagens (Yang et al., 2021).

A VGG-19, por sua vez, é uma versão mais profunda e complexa da arquitetura anterior,

com 3 camadas convolucionais a mais e, aproximadamente, 144 milhões de parâmetros. Se-

gundo Simonyan e Zisserman (2014), o aumento de profundidade está diretamente relacionado

com a melhoria do desempenho da rede, uma vez que possibilitou a extração de características

mais representativas e re�nadas das imagens de entrada.

Contudo, a ausência de técnicas mais recentes, como normalização e conexões residuais,

nas arquiteturas da VGG-16 e VGG-19, representadas na Fig. 2.4, tornou-as suscetíveis a pro-

blemas como desaparecimento ou "explosão"do gradiente, muito comum em redes profundas.

Ademais, o grande número de parâmetros dessas redes tornou sua convergência mais lenta, além

de ocupar muito espaço de memória. Apesar desses desa�os, eles não impediram sua e�cácia

em tarefas de reconhecimento visual. Sua estrutura simpli�cada e profundidade signi�cativa

permitiram contribuições substanciais ao avanço no campo de visão computacional (Mukti e

Biswas, 2019; Yang et al., 2021).

Figura 2.4: Representação das arquiteturas da VGG-16 e VGG-19. Retirado de (Shadeed et al., 2020).

2.4.2 Inception V3

O grande número de parâmetros treináveis das redes VGG trazem consigo um alto custo

computacional, nesse contexto, a arquitetura da rede neural convolucional InceptionV3 repre-
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sentou um marco signi�cativo no desenvolvimento de CNNs, pois introduziu uma abordagem

inovadora para o aumento da profundidade e da largura da rede enquanto mantém a e�ciência

computacional. Desenvolvida por Szegedy et al. (2016), essa rede pré-treinada aprimorou as

suas versões anteriores através da introdução de fatores de decomposição em convoluções e a

expansão do conceito de módulos "Inception".

Essa CNN incorporou características distintas, como convoluções assimétricas, que permi-

tem a combinação de múltiplos tamanhos de �ltros na mesma camada, conforme representado

na Fig. 2.5. Essa estratégia reduz signi�cativamente o número de parâmetros e a computação

necessária, sem sacri�car a e�ciência da rede (Szegedy et al., 2016).

Figura 2.5: Representação dos módulosInceptioncom convoluções fatorizadas. Retirado de (Szegedy
et al., 2016).

A InceptionV3 também integra técnicas de normalização de lotes (Batch Normalization)

e funções de ativação ReLU, o que contribui para uma melhor inicialização e aceleração do

treinamento (Kalayeh e Shah, 2020).

Assim, comparada às arquiteturas VGG, a InceptionV3 estabeleceu-se como uma arquite-

tura avançada, abordando desa�os de e�ciência e escalabilidade. Consequentemente, a imple-

mentação de uma redeInceptionneste estudo permitiu mensurar o impacto de uma con�guração

mais profunda, embora com menos parâmetros, sobre a classi�cação dos níveis de resistência

doCoffea arabicaà ferrugem do cafeeiro.
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2.4.3 ResNet50 e ResNet101

As arquiteturas de CNN, ResNet50 e ResNet101, representaram avanços signi�cativos no

campo da visão computacional, desenvolvidas para superar as limitações impostas pelo pro-

blema de degradação do treinamento conforme a profundidade da rede aumentava, além do

desaparecimento, ou "explosão", do gradiente. Introduzidas por He et al. (2016), essas estru-

turas incorporaram conexões residuais, Fig. 2.6, as quais permitem o �uxo dos gradientes ao

longo de caminhos alternativos, chamados de "shortcut connections", durante a retropropaga-

ção. Dessa forma, a saída de camadas anteriores são utilizadas nas camadas subsequentes sem

atenuação, o que contorna o problema da degradação do desempenho e facilita o treinamento

de redes substancialmente mais profundas.

Figura 2.6: Representação do bloco residual presente nas redes ResNet50 e ResNet101. Retirado de
(He et al., 2016).

ResNet50 e ResNet101 são distinguidas pela quantidade de camadas que possuem, com 50

e 101 camadas, respectivamente. Estas arquiteturas são compostas por blocos residuais, onde

cada bloco contém três convoluções com �ltros 1x1, 3x3 e novamente 1x1, representado em

2.7. Os �ltros de tamanho 1x1 foram estrategicamente empregados para reduzir e restaurar

dimensões, minimizando o custo computacional sem comprometer a capacidade da rede de

capturar características relevantes, similar aos módulosinceptionda InceptionV3.

Em termos de parâmetros, ResNet50 possui cerca de 25 milhões, enquanto ResNet101 pos-

sui aproximadamente 44 milhões, re�etindo a complexidade adicional da segunda em relação à

primeira.
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Figura 2.7: Representação da rede ResNet50. A entrada da rede corresponde à imagem do disco foliar,
o qual sofre uma série de convoluções, aplicadas pelos blocos residuais presentes na arquitetura,

resultando em um vetor de saída gerado por uma camada deAverage Pooling. Retirado e adaptado de
(Ali et al., 2021).

2.4.4 DenseNet121

Com o intuito de melhorar a e�ciência do �uxo de informações e do gradiente em CNNs,

Huang et al. (2017) propôs a DenseNet. Esta estrutura foi notável por sua abordagem: a co-

nexão direta entre cada camada e todas as outras subsequentes. Os mapas de características de

camadas anteriores são combinados por meio de concatenações e conectados a cada unidade

subsequente, mas sem considerar possíveis relacionamentos entre os canais de cores (Zhang

et al., 2019), o que ajuda a mitigar o problema do desaparecimento do gradiente, contribuindo

para o treinamento de arquiteturas mais profundas.

Essa arquitetura conta com 121 camadas, mas com, aproximadamente, 7 milhões de pa-

râmetros, Fig. 2.8. Essa quantidade é quase 20 vezes menor em relação às redes VGG-16 e

VGG-19, e cerca de 6 vezes menor comparada à ResNet101.

Figura 2.8: Ilustração da rede neural convolucional DenseNet121. (D) representa os blocos densamente
conectados, (T) os blocos de transição e (DL) as camadas densas. Retirado de (Jee et al., 2022).
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2.5 Transferência de aprendizado

Devido à complexidade de arquiteturas de Redes Neurais Convolucionais, bancos de ima-

gens com algumas dezenas de milhares de amostras são considerados pequenos e treinar redes

profundas a partir do zero, bem como ajustar seus hiperparâmetros, pode consumir muito tempo

e, muitas vezes, não atingir a performance desejada (Suh et al., 2018). Em resposta, o uso de

Transferência de Aprendizado tem emergido como uma abordagem para superar essas di�cul-

dades.

A Transferência de Aprendizado utiliza redes neurais pré-treinadas em tarefas diferentes

daquelas em que foram originalmente treinadas, aproveitando as informações aprendidas e pa-

râmetros treinados para extrair novas características em outras aplicações (Goodfellow et al.,

2016). Com isso, os pesos das redes base foram congelados e novas camadas treináveis foram

adicionadas, com pesos inicializados aleatoriamente, especí�cas para a tarefa empregada. Esta

prática apresenta vantagens em termos de praticidade, tempo e desempenho em comparação

com abordagens tradicionais ou modelos treinados do zero (Too et al., 2019).

2.6 Teste Estatístico de McNemar

O teste de McNemar é um teste estatístico não paramétrico utilizado para analisar mudanças

em distribuições de respostas em estudos emparelhados. Este teste é particularmente útil quando

se deseja avaliar a e�cácia de tratamentos ou intervenções em amostras pareadas, onde cada

sujeito é avaliado em dois momentos distintos ou sob duas condições diferentes.

O princípio do teste de McNemar baseia-se na avaliação da tabela de contingência 2x2,

Tabela 2.1, que contém as frequências das discordâncias entre os dois conjuntos de observações

pareadas. A tabela de contingência é estruturada da seguinte forma:

Tabela 2.1: Distribuição de frequências para o Teste de McNemar em condições emparelhadas

Condição B positiva Condição B negativa
Condição A positiva a b
Condição A negativa c d

Onde:

• a é o número de casos positivos em ambas as condições.
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• bé o número de casos positivos na Condição A e negativos na Condição B.

• c é o número de casos negativos na Condição A e positivos na Condição B.

• d é o número de casos negativos em ambas as condições.

O teste de McNemar foca-se nos valores debe c, ou seja, nas discordâncias entre as condi-

ções.

As hipóteses do teste de McNemar são:

• H0: Não há diferença nas proporções de discordâncias entre as duas condições. Isto é

b= c.

• H1: Existe uma diferença signi�cativa nas proporções de discordâncias entre as duas

condições. Isto é,b6= c.

A estatística do teste de McNemar é calculada usando a fórmula:

� 2 =
(b� c)2

b+ c
(2.5)

Essa estatística segue uma distribuição qui-quadrado(� 2) com um grau de liberdade. Para

grandes amostras, a aproximação da distribuição qui-quadrado é válida, permitindo a veri�ca-

ção da signi�cância estatística do teste (Agresti et al., 1996).
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CAPÍTULO 3

Materiais e Ḿetodos

Esta seção compreende as etapas empregadas no problema de classi�cação e predição da

resistência e dos níveis de severidade doCoffea arabicaà ferrugem, causada pelo fungoHemi-

leia vastatrix. Essas etapas englobam o cultivo e a coleta do material vegetal, a aquisição das

fotos e todo o pré-processamento utilizado para a criação do banco de dados de imagens. Além

disso, será apresentado o processo de transferência de aprendizado a partir das Redes Neurais

Convolucionais pré-treinadas empregadas, bem como a descrição de suas características e, por

�m, a análise estatística para �ns de validação. A Fig. 3.1 ilustra todas as etapas do método

proposto.

3.1 Banco de imagens

As subseções seguintes abordarão as etapas envolvidas para a construção do banco de ima-

gens utilizados, iniciando com a coleta de material vegetal e inoculação do fungo causador da

ferrugem do cafeeiro, seguida pela avaliação humana e o processo de aquisição das imagens.

Em seguida será abordada as ferramentas e técnicas de visão computacional que foram necessá-

rias para o pré-processamento das imagens adquiridas, �nalizando com a estrutura empregada

para organização e categorização das amostras.

3.1.1 Material vegetal

As folhas de cafeeiros que correspondem a cultivares e a populações em melhoramento, vi-

sando resistência à ferrugem, foram coletadas entre 2017 e 2018, e entre outubro a dezembro de

2021. Os cafeeiros foram plantados e estão sendo mantidos no Campo de Seleção de Híbridos

21
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Figura 3.1: Etapas da metodologia proposta.

da UFV (Almeida, 2015). Previamente à inoculação das amostras, as Raças II e XXXIII do

fungo Hemileia vastatrixforam multiplicadas seguindo os métodos propostos por Zambolim

(1973), que consistiram na remoção dos uredósporos das folhas coletadas na micoteca do Bio-

Café com o auxílio de pincéis. Para manutenção e multiplicação das raças para o experimento,

a inoculação foi realizada por meio de aplicação de suspensão de uredósporo na face abaxial

de folhas jovens e bem desenvolvidas de plântulas das cultivares de café Catuaí ou Caturra. As

plantas inoculadas foram mantidas em câmaras de nevoeiro (22°C), na ausência de luz, por 48

horas. Passado esse período, elas foram transferidas para câmaras de crescimento com foto-

período de 12 horas. Após a esporulação, os uredósporos foram coletados e armazenados em

cápsulas de gelatina, seguindo o método proposto por Zambolim (1973).
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3.1.2 Inoculação doHemileia vastatrix

Os esporos obtidos anteriormente foram utilizados para inocular folhas de cafeeiros que cor-

respondem a diferentes cultivares e populações em melhoramento, que apresentam diferentes

níveis de resistência à ferrugem. Para tal, seguiu-se a metodologia proposta por Tamayo et al.

(1995), na qual foram feitos 16 discos foliares de 18 mm de diâmetro de cada planta. Os discos

foram dispostos em caixas acrílicas gerbox de 11x11x3 cm, com a face abaxial voltada para

cima, sobre uma tela metálica e esponja de 0,5 cm de espessura embebida em água destilada,

Fig. 3.2. As caixas foram retornadas para a câmara controlada à temperatura de 22°C e fo-

toperíodo de 12 h, repetindo-se os procedimentos de inoculação mencionados anteriormente.

Durante o período compreendido entre 2017 e 2018, foram utilizadas 304 caixas para a realiza-

ção dos experimentos e aquisição de fotogra�as, e 420 caixas para os experimentos realizados

entre 1 de outubro de 2021 e 6 de dezembro de 2021.

Figura 3.2: Exemplo de gerbox utilizado com tela metálica.

3.1.3 Avaliação humana

Os discos foliares inoculados foram avaliados, semanalmente, por avaliadores humanos a

partir de 14 dias da inoculação e durante 5 semanas, com base na escala proposta por Tamayo

et al. (1995) e ilustrada na Fig. 3.3. A escala de notas variou de 1 a 6, na qual a nota 1 representa

a ausência de sintomas, a nota 2 representa a presença de pequenas lesões cloróticas, a nota 3

compreende amostras resistentes com grandes lesões cloróticas, mas sem esporulação. A nota

4 foi atribuída a amostras suscetíveis, com lesões com esporulação ocupando menos de 25% da
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área. A nota 5 foi atribuída a amostras com lesões com esporulação ocupando entre 25 e 50%

da área. Finalmente, a nota 6 foi atribuída a amostras com lesões com esporulação ocupando

mais de 50% da área.

Figura 3.3: Escala para avaliação do nível de severidade da ferrugem do cafeeiro, retirada de (Lelis
et al., 2009).

3.1.4 Aquisição de imagens

As fotos utilizadas neste trabalho foram obtidas em uma sala climatizada do Laboratório

de Biotecnologia do Cafeeiro (BioCafé), da Universidade Federal de Viçosa (UFV), em dois

períodos distintos: de 28 de dezembro de 2017 a 20 de abril de 2018 e de 1 de outubro de 2021

a 6 de dezembro de 2021.

As fotogra�as foram coletadas semanalmente, após 14 dias da inoculação, ao longo de 5 se-

manas durante todos os experimentos, em uma estrutura montada em uma sala adjacente à sala

climatizada. O aparato consistiu de um mini estúdio fotográ�co com duas lâmpadas incandes-

centes para controle da iluminação, e uma câmera STINGRAY F-046C, com as especi�cações

apresentadas na Tabela 3.1, conectada a um computador, conforme ilustrado na Fig. 3.4. A

câmera foi posicionada a 20 cm acima da base do mini estúdio e o foco foi ajustado para ga-

rantir imagens nítidas. As fotos foram coletadas nas resoluções de 780x580 px no formato

.jpg, para os primeiros experimentos (Schultz, 2019), e de 640x480 px no formato .tiff, para

os experimentos realizados em 2021. Todas as fotos foram obtidas na faixa visível do espectro
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