
 

 

 

UNIVERSIDADE FEDERAL DE SÃO JOÃO DEL-REI 

CAMPUS ALTO PARAOPEBA 

PROGRAMA DE PÓS-GRADUAÇÃO EM ENGENHARIA QUÍMICA 

 

 

 

 

 

 

 

 

REDE NEURAL ARTIFICIAL PARA MODELAGEM PREDITIVA DE 

INSOLÚVEL EM QUINOLINA DO PICHE EM UMA INDÚSTRIA 

SIDERÚRGICA 

 

 

 

 

 

 

 

NATÁLIA REZENDE PINHEIRO LEITE 

 

 

 

 

 

 

 

 

 

 

 

 

 
OURO BRANCO - MG 

2025 



 

 

 

 

UNIVERSIDADE FEDERAL DE SÃO JOÃO DEL-REI 

CAMPUS ALTO PARAOPEBA 

PROGRAMA DE PÓS-GRADUAÇÃO EM ENGENHARIA QUÍMICA 

 

 

 

 

 

 

NATÁLIA REZENDE PINHEIRO LEITE 

 

 

 

 

 

 

REDE NEURAL ARTIFICIAL PARA MODELAGEM PREDITIVA DE 

INSOLÚVEL EM QUINOLINA DO PICHE EM UMA INDÚSTRIA 

SIDERÚRGICA 

 

 

 

 

 
Dissertação submetida ao Programa de Pós-

Graduação em Engenharia Química da 

Universidade Federal de São João del-Rei para 

obtenção do título de Mestre em Engenharia 

Química. 

 

 

  Orientador: Prof. Dr. Juan Canellas Bosch 

 

 

 

 

 

 

 

 

 
OURO BRANCO – MG 

2025 



3 

 

 

 

 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



4 

 

 

 

 

 

 
 

 

 

 

 

 

 

 

 

 



5 

 

 

 

 

 

 
 

 

 

  

AGRADECIMEMTOS 

Primeiramente, agradeço a Deus pela força e sabedoria 

durante todo o desenvolvimento deste trabalho e a minha 

família pelo apoio incondicional.  

Agradeço ao meu orientador, Dr. Juan Canellas Bosch 

Neto, pela orientação, apoio constante e paciência 

durante todo o processo de pesquisa. Ao Professor 

Doutor Guilherme Liziero Ruggio da Silva pelo incentivo 

e contribuições. 

Agradeço a Gerdau, que valoriza o crescimento e o 

desenvolvimento de seus colaboradores, especialmente às 

equipes das áreas de Carboquímicos e P&D em Carvão e 

Coque pelo suporte técnico essencial ao sucesso desta 

pesquisa. 

Agradeço à CAPES pelo incentivo à pesquisa e à 

Universidade Federal de São João del-Rei (UFSJ) pelo 

suporte acadêmico e institucional, fundamentais para a 

realização deste trabalho. 

Agradeço também aos professores e colegas do Programa 

de Pós-graduação em Engenharia Química pela troca de 

conhecimentos e pela convivência enriquecedora ao longo 

de todo o curso. 

Por fim, agradeço a todos que, de alguma forma, 

contribuíram para a realização deste trabalho, seja com 

sugestões, apoio ou incentivo.  

 

 

 

 

 

 

 

 

 

 



6 

 

 

 

 

 

 
 

 

 

Resumo 

O piche, derivado do alcatrão de carvão, tem grande valor agregado para a indústria 

siderúrgica, estimado em cerca de US$ 2.000,00 por tonelada. Essencial na produção de 

ânodos para a indústria de alumínio, o teor de insolúveis em quinolina (IQ) é o principal 

parâmetro de qualidade deste material. No entanto, o IQ é influenciado por fatores 

complexos do tratamento térmico do piche, e a grande dispersão nos dados de processo 

torna sua previsão desafiadora. Atualmente, não há modelos matemáticos que integrem 

os parâmetros do processo para prever o IQ de forma precisa. O objetivo desse trabalho 

foi predizer o IQ do piche por meio das redes neurais artificiais, a partir de dados reais 

da indústria siderúrgica, uma aplicação de análise da dados para sistemas complexos. 

Foi empregado um modelo do tipo feedforward, treinado com o algoritmo Levenberg-

Marquardt no software MATLAB 2015. O ajuste da rede seguiu o critério de correlação 

maior que 0,9, testando diferentes configurações com 10 a 120 neurônios e uma ou duas 

camadas ocultas. A melhor configuração encontrada utilizou duas camadas ocultas, 20 

neurônios e 2000 iterações, permitindo prever o IQ do piche a partir de variáveis como 

nível, temperatura, taxa de nitrogênio, vazão dos polimerizadores e IQ do alcatrão. O 

modelo apresentou um coeficiente de correlação de 0,95482 para o conjunto de 

treinamento, 0,9927 para o conjunto de validação, 0,97751 para o conjunto de teste e 

0,9580 para o conjunto completo de dados. A análise das principais variáveis de 

impacto revelou que a temperatura e a vazão de nitrogênio têm a maior influência sobre 

o IQ do piche, com temperaturas mais altas e maiores vazões resultando em um IQ mais 

elevado. Isso mostra que o modelo de RNA desenvolvido sugere ser uma ferramenta útil 

para a previsão do IQ do piche. 

 

Palavras-chaves: piche, insolúvel em quinolina, redes neurais, modelagem. 
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Abstract 

Pitch, derived from coal tar, holds significant added value for the steel industry, 

estimated at around US$ 2,000.00 per ton. Essential in the production of anodes for the 

aluminum industry, the quinoline insoluble content (IQ) is the main quality parameter of 

this material. However, IQ is influenced by complex factors in the pitch’s thermal 

treatment, and the high dispersion in process data makes its prediction challenging. 

Currently, no mathematical models integrate the process parameters to accurately 

predict IQ. The objective of this study was to predict the quinoline-insoluble (QI) 

content of pitch using artificial neural networks, based on real data from the steel 

industry—an application of data analysis for complex systems. A feedforward model 

was employed, trained using the Levenberg-Marquardt algorithm in MATLAB 2015. 

The network tuning followed the criterion of achieving a correlation greater than 0.9, 

testing different configurations with 10 to 120 neurons and one or two hidden layers. 

The best configuration found utilized two hidden layers, 20 neurons, and 2000 

iterations, allowing the prediction of pitch IQ from variables such as level, temperature, 

nitrogen rate, polymerizer flow rate, and tar IQ. The model exhibited a correlation 

coefficient of 0.95482 for the training set, 0.9927 for the validation set, 0.97751 for the 

test set, and 0.9580 for the complete dataset. The analysis of the main impacting 

variables revealed that temperature and nitrogen flow rate have the greatest influence on 

pitch IQ, with higher temperatures and flow rates resulting in a higher IQ. This indicates 

that the developed ANN model is a useful tool for predicting pitch IQ. 

 

Key-words: pitch, insoluble in quinoline, neural networks, modeling. 
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1 INTRODUÇÃO 

O principal processo utilizado na fabricação do aço ocorre por meio de da redução 

do minério de ferro nos altos-fornos. Essa etapa consiste na separação do ferro dos seus 

minerais, com a utilização do monóxido de carbono oriundo do coque como fonte 

carbonosa. O coque é proveniente do carvão mineral, cujo material é carbonizado a 

temperaturas de ordem de 1200ºC em ausência de oxigênio. Esse processo de conversão 

do carvão em coque é denominado de coqueificação. Durante o aquecimento do carvão, 

além do coque, são gerados diferentes produtos líquidos e gasosos, como, alcatrão de 

carvão, gases de coqueria, amônia líquida, entre outros (CRELLING, 2008). Entre os 

produtos mencionados, o alcatrão de carvão se destaca como um dos principais 

subprodutos resultantes da coqueificação. Segundo Perruchoud et. al (2016), uma 

coqueria típica com duas baterias de coque, considerando uma produção de 20 toneladas 

de coque por dia, tem capacidade de produzir mais de 1 milhão de toneladas por ano de 

coque e 35 mil toneladas por ano de alcatrão.  

De acordo com Maciel, Andrade e Albuquerque (1996), o alcatrão originado da 

coqueria normalmente é uma mistura de diversos compostos orgânicos e complexos, 

tais como hidrocarbonetos policíclicos, fenóis, BTEX, além de compostos oxigenados, 

nitrogenados e sulfurados (SILVA, 2014). Usualmente, as indústrias siderúrgicas, 

submetem o alcatrão gerado no processo de coqueificação a etapas de destilação 

fracionada e separação de subprodutos, cuja frações mais leves, como naftaleno e 

fenóis, são removidas, e as frações mais pesadas são destinadas a um processo 

subsequente denominado de polimerização. A polimerização é um tipo de reação no 

qual moléculas muito grandes de hidrocarbonetos são formadas a partir de moléculas 

muito pequenas de compostos a base de carbono e hidrogênio (VALENTIM, 2013). O 

produto principal da polimerização é o piche.  

O piche de alcatrão de carvão é uma mistura de compostos aromáticos 

policíclicos de alto massa molecular (KUZNETSOV, 2015). Esse material apresenta 

uma vasta gama de aplicações industriais, destacando-se sua utilização como ânodo nas 

indústrias de alumínio, bem como nas indústrias de grafite, onde é empregado como 

aglomerante, impregnante ou ligante na fabricação de componentes sólidos com 

características grafíticas e alto teor de carbono (VALENTIM, 2017). Estima-se uma 

produção de cerca de 88 mil toneladas de piche por ano, das quais 70 mil toneladas são 

consumidas pelas indústrias de alumínio e as 18 mil restantes são utilizadas pelos 

fabricantes de eletrodos de grafite e pasta de carbono (KUZNETSOV, 2015).  Ademais, 
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pode-se afirmar que o piche possui grande valor agregado consequente da demanda dos 

produtores de alumínio, uma vez que somente no Brasil são produzidos 1,5 milhões de 

toneladas por ano de alumínio enquanto a produção mundial gira em torno de 23,4 

milhões por ano (VALENTIM, 2017). 

Assim, diante do progresso das indústrias de alumínio, observa-se um aumento 

na procura por piche de alta qualidade. Este produto deve satisfazer exigências 

rigorosas, dado que necessita possuir propriedades específicas essenciais para o 

processo eletrolítico da alumina (VALENTIM, 2017). Dessa forma, a indústria de 

alumínio delineou um conjunto de propriedades físicas e químicas essenciais para 

garantir o desempenho do piche na produção de ânodos de qualidade. Os parâmetros 

mencionados na literatura que descrevem as principais propriedades do piche são ponto 

de amolecimento, valor de coqueificação, conteúdo insolúvel em tolueno e conteúdo 

insolúvel em quinolina (BEUKES et al., 2013). Ao longo dos anos, o conteúdo 

insolúvel em quinolina, denominada de IQ, tem sido objeto principal de estudo na 

qualidade do piche. O piche e o alcatrão de carvão contêm pequenas partículas que são 

insolúveis no solvente quinolina, como partículas finas de coque, fuligens, fragmentos 

de refratários e outros materiais particulados (MATOS, 2020). Esses materiais são 

considerados impurezas presentes no piche e no alcatrão, e exercem um efeito adverso 

sobre as propriedades ligantes do piche, dificultando o cumprimento das especificações 

exigidas pelas indústrias de alumínio (ALVAREZ et al., 1996).  

Existem dois tipos principais de insolúvel em quinolina (IQ) presentes no 

alcatrão de carvão ou no piche de alcatrão de carvão. O insolúvel em quinolina (IQ) 

primário é produzido durante o processo de coqueificação, por meio do craqueamento 

térmico dos componentes voláteis do carvão (TWIGG, 1987). Durante essa etapa, à 

medida que o carvão é submetido ao aquecimento, ocorre a evaporação dos voláteis 

presentes. Como resultado desse processo, o carvão sofre contração dentro dos fornos 

de coque, criando um espaço vazio acima dele, o que propicia o arrastamento de 

partículas finas para o alcatrão (BARON et al., 2016). Chaudhuri et al. (1999) 

propuseram uma solução para a Bokaro Steel Plant (BSL), uma vez que o alcatrão 

proveniente dessa indústria apresentava qualidade insatisfatória. Os autores atribuíram 

esses fatores à saúde precária das baterias dos fornos de coque, além de condições 

operacionais atípicas, como carga inadequada nos fornos, quantidade insuficiente de 

carvão, elevada temperatura do espaço livre, coqueamento irregular, e falta de limpeza 

dos componentes superiores do forno. Além disso, foi constatado que o aumento da 
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fração de finos na mistura de carvões (<0,6 mm) resultou em uma tendência crescente 

no teor de insolúveis em quinolina do alcatrão. Twigg (1987) atribuiu um teor menor de 

insolúveis em quinolina primários às condições menos rigorosas enfrentadas pelos 

alcatrões, juntamente com o tamanho maior das partículas de carvão e as melhores 

condições dos fornos modernos utilizados durante a sua formação. Segundo o autor, os 

fornos mais antigos desenvolvem fissuras que podem permitir a entrada de ar, 

promovendo a fissuração dos voláteis nas paredes do forno e, consequentemente, 

aumentando a taxa de formação de insolúveis em quinolina primário. Portanto, é 

evidente que o teor de IQ primário pode ser influenciado pela composição da mistura de 

carvões e pelos parâmetros de coqueificação (PANAITESCU et al., 2007). 

O insolúvel em quinolina secundário é formado durante a etapa de produção do 

piche, por meio da polimerização das espécies aromáticas submetidas a temperaturas 

elevadas. Twigg (1987) destacou que as condições térmicas mais exigentes, necessárias 

para alcançar os pontos de amolecimento mais elevados dos ligantes utilizados em 

ânodos pré-cozidos, resultaram na produção de proporções mais elevadas de insolúveis 

em quinolina secundário. Adicionalmente, Chaudhuri et al. (1999) definiram parâmetros 

essenciais do processo de polimerização para atingir a qualidade desejada do piche, 

incluindo a vazão de ar e o tempo de residência no reator. Ademais, ao longo do 

processo de destilação do alcatrão de carvão, quase a totalidade do insolúvel em 

quinolina presente no alcatrão, denominado de insolúvel em quinolina primário, é 

incorporado no produto de piche de alcatrão (BARON et al., 2016). Consequentemente, 

a composição do insolúvel em quinolina em um piche é influenciada pelo nível de 

insolúvel em quinolina primário presente no alcatrão precursor, bem como pela 

extensão do tratamento térmico ao qual o piche foi submetido (TWIGG, 1987).  

Considerando as informações apresentadas, é possível afirmar que a previsão da 

qualidade do insolúvel em quinolina (IQ) presente no piche de alcatrão representa um 

desafio substancial. Esse desafio é decorrente da diversidade de fatores que impactam 

suas propriedades, incluindo os parâmetros de coqueificação, a natureza do alcatrão e os 

parâmetros de polimerização do piche. Além disso, é importante salientar que muitos 

desses fatores estão inter-relacionados, o que pode resultar em influências mútuas. 

Diante dessa complexidade, é imprescindível recorrer a modelos avançados que possam 

lidar eficazmente com a complexidade dos processos envolvidos. Portanto, a 

modelagem matemática, por meio de suas distintas abordagens, emerge como uma 

ferramenta valiosa para a simulação e otimização de processos, avaliação de parâmetros 
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e, no contexto específico abordado, na previsão da qualidade do insolúvel em quinolina 

(IQ) presente no piche. 

Dessa forma, soluções baseadas em redes neurais artificiais (RNAs) tem 

ganhado destaque devido à sua capacidade de aprender por meio de exemplos e de 

generalizar a informação aprendida, gerando um modelo não-linear (SPÖRL et al., 

2011). As RNAs são técnicas computacionais que se fundamentam na estrutura neural 

de organismos inteligentes conforme destacado por Braga et al. (2000), utilizando uma 

interligação extensiva de células computacionais simples, denominadas como neurônios 

ou unidades de processamento (HAYKIN, 2001). Essa abordagem demonstra um 

potencial considerável para aplicação em contextos que demandem classificação, 

identificação e associação de padrões e em áreas onde a criação de modelos precisos da 

realidade é desafiadora e em contextos sujeitos a mudanças frequentes (HAYKIN, 

2001). Nesse âmbito, recomenda-se o uso de redes neurais artificiais para lidar com 

sistemas complexos (VIEIRA et al., 2009). 

Este estudo é justificável devido à alta dispersão dos dados de entrada do 

processo, o que sugere que as redes neurais, por meio da aplicação da inteligência 

artificial, são mais adequadas para compreender o comportamento do processo e prever 

o valor de saída do teor de IQ no piche. Além disso, não existe uma relação matemática 

conhecida que correlacione diretamente os parâmetros do processo do polimerizador de 

piche com o IQ na saída. É importante destacar que o piche possui um valor agregado 

significativo para a indústria siderúrgica, pois, sem a qualidade adequada, a 

impossibilidade de vender o piche para as indústrias de alumínio resulta em uma perda 

de oportunidade econômica. 

Dessa forma, o objetivo do presente trabalho foi o desenvolvimento de um 

sistema inteligente baseado em redes neurais artificias, supervisionadas e com 

aprendizado em lote, para predição do parâmetro de qualidade insolúvel em quinolina 

(IQ) do piche, empregando conjunto de dados provenientes de uma indústria 

siderúrgica.  
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2 OBJETIVO 

2.1 Objetivo Geral 

Predizer o teor de insolúvel em quinolina (IQ) do piche produzidos em uma 

indústria siderúrgica atraves da aplicação de Redes Neurais Artificiais (RNAs).  

2.2 Objetivos Específicos 

• Predizer teor de insolúvel em quinolina (IQ) do piche com base 

nos parâmetros operacionais do processo de polimerização 

utilizando as RNAs; 

• Após a criação da rede neural, realizar simulações para analisar a 

influência de uma variável não fixada sobre as demais, visando 

identificar as condições ótimas de operação que minimizam o IQ 

do piche. 
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3 REVISÃO BIBLIOGRÁFICA 

3.1 Alcatrão 

3.1.1 Origem e Formação 

O parque siderúrgico brasileiro exibe uma notável diversidade em suas 

configurações produtivas, abrangendo diferentes tipos de usinas, tais como: usina 

integrada a coque, semi-integrada, integrada à redução direta, integrada a carvão vegetal 

e produtor independente de ferro-gusa à base em alto-forno a carvão vegetal (CGEE, 

2010). Conforme destacado pelo Instituto Aço Brasil (IAB) em seu relatório de 

sustentabilidade de 2018, a matriz energética do setor de gusa/aço era 

predominantemente composta por aproximadamente 76% de carvão mineral e coque. 

No Brasil, as principais siderúrgicas integradas a coque representam aproximadamente 

76,8% da produção de aço, conforme mencionado por De Paula (2012). No processo do 

alto-forno, o coque desempenha diversas funções, servindo como fonte de energia, 

agente redutor dos óxidos de ferro e elemento estrutural do leito poroso essencial para o 

processo (MIRANDA, 2016). O coque é o produto resultante da coqueificação de uma 

mistura de diversos tipos de carvões minerais. A produção de coque é conduzida em um 

conjunto de câmaras revestidas com tijolos refratários, conhecidas como fornos, os 

quais são dotados de uma abertura superior para a inserção da matéria-prima. Em 

termos gerais, esses fornos têm a capacidade de suportar cargas entre 16 e 24 toneladas 

de carvão por batelada (ANTUNES, 2007; SAAVEDRA, 2010). Consequentemente, a 

mistura de carvões é carregada e nivelada nos fornos das baterias de coque. Um 

agrupamento de fornos, conhecido como bateria, consiste em um conjunto variável de 

10 a 100 unidades, operando de forma intermitente, isto é, cada forno funciona em 

momentos distintos, com o intuito de garantir a produção contínua de coque e gás, 

mantendo uma composição média adequada (EGASHIRA; SAITO, 2007; RECH, 

2018). 

Conforme mencionado por Miranda (2016), o carvão mineral é submetido a um 

processo de aquecimento nos fornos, operando em ausência de ar, alcançando 

temperaturas em torno de 1200ºC, durante um período que pode exceder 20 horas. Esse 

aquecimento é realizado por indução, no qual o calor proveniente das paredes dos 

fornos é transferido para o centro da carga. Como resultado, uma série de 

transformações físicas e químicas ocorrem na mistura de carvões, culminando na 

formação do coque e de produtos voláteis. Durante a etapa de pirólise do carvão, nas 
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temperaturas entre 100ºC e 120ºC, observa-se a liberação da umidade presente na 

matéria-prima, sem que ocorra qualquer alteração física (SILVA, 2008). Até 550°C 

ocorre o processo de volatilização inicial, tendo como principal produto o alcatrão e 

hidrocarbonetos pesados. Entre as temperaturas de 680ºC e 720°C ocorre a elevação da 

fluidez, onde o material se torna fluido devido a quebra das ligações de hidrogênio, 

seguido da etapa de inchamento, que é desencadeada pela pressão dos gases que se 

difundem nos microporos do carvão (MATOS, 2020). Já na faixa de temperatura de 

740°C a 850ºC ocorre a conversão da massa plástica em um estado sólido denominado 

semicoque, essa é a etapa de ressolidificação, e por fim, a etapa final do processo ocorre 

entre as temperaturas de 850ºC a 1300°C, onde há a liberação de hidrogênio e outros 

gases, além da transformação do semicoque no coque (ARAÚJO, 2005). Dessa forma, o 

coque é desenfornado e sua combustão é extinto a úmido ou a seco, sendo 

posteriormente enviado para o alto-forno. A Figura 1 ilustra o processo de produção de 

coque, compreendendo as etapas de carregamento, coqueificação, descarregamento, 

apagamento e expedição (NETO, 2019). 

 

Figura 1: Processo de produção do coque. Fonte: Neto, 2019. 

As baterias de fornos de coque podem ser categorizadas com base na capacidade 

de aproveitamento de seus coprodutos (CGEE, 2010). Nas instalações de coqueria com 
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recuperação de coprodutos, durante o processo de pirólise do carvão, ocorre a 

liquefação dos produtos resultantes da liberação da matéria volátil do carvão. Esses 

produtos são coletados em um tubo de aço horizontal conhecido como coletor principal, 

o qual conecta todos os fornos em série. Posteriormente, esses produtos são 

encaminhados para tratamento em uma planta carboquímica ou de tratamento de gás 

bruto, visando a obtenção de gás de coqueria (GCO) puro (MATOS, 2020). A Figura 2 

apresenta uma representação do coletor principal de um forno de coqueria. 

 

Figura 2: Coletor principal de um forno de coqueria. Fonte: Huhn e Krebber, 2012. 

O material volátil proveniente da destilação do carvão é retido no espaço 

destinado à coleta do gás. Posteriormente, o gás é encaminhado para o coletor principal 

(NETO, 2019). Antes de alcançar o coletor principal, o gás é submetido a um processo 

de lavagem com água amoniacal, visando reduzir sua temperatura, que pode chegar a 

aproximadamente 700°C. Nessa fase, o alcatrão e a amônia presentes no gás de coqueria 

são condensados. O gás bruto passa então por uma coluna de líquido e é armazenado no 

coletor principal antes de ser direcionado para a etapa de tratamento de gás. O gás bruto 

contém vapor d'água, alcatrão, óleos leves, partículas sólidas de pó de carvão, 

hidrocarbonetos pesados e compostos de carbono complexos (MATOS, 2020). Portanto, 

a remoção dos materiais condensáveis do gás de exaustão é necessária para a obtenção 

de gás de coqueria (GCO) puro. 

O gás é submetido a uma primeira fase de purificação, na qual a amônia é 

removida na forma de sulfato de amônio. Em seguida, ocorre a separação do benzeno e 

do tolueno por absorção em óleo leve. O processo de purificação prossegue com a 
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remoção do sulfeto de hidrogênio (MATOS, 2020), culminando na obtenção de um gás 

purificado utilizado como fonte de energia para os fornos de coque, usina de aço ou para 

venda. Quanto ao condensado líquido, este é direcionado para um tanque de decantação, 

onde ocorre a separação do alcatrão e do licor amoniacal (MATOS, 2020). O alcatrão de 

carvão recolhido é então transferido para um tanque de armazenamento, onde pode ser 

submetido a um processo de refino visando à produção de uma diversidade de produtos 

químicos, tais como óleos aromáticos e piche. Seu rendimento durante a carbonização 

equivale a 2,5 - 4% em massa de carvão (LI; et al. 2010). 

O alcatrão é uma substância líquida, viscosa e escura, composta por uma 

complexa mistura de hidrocarbonetos, compostos orgânicos e substâncias aromáticas 

(SILVA, 2014). Apresenta baixa solubilidade em água e é considerado um produto 

recalcitrante, ou seja, de difícil degradação (LI; et al., 2014; SILVA, 2014). Devido às 

diversas técnicas de geração e à variação das matérias-primas, há diferenças 

significativas na composição dos diferentes alcatrões de carvão (LIU, 2018), os quais 

podem ser classificados com base nas diferentes temperaturas aplicadas durante o 

processo de pirólise. Conforme mencionado por Gavalas (1982), os principais produtos 

resultantes da pirólise podem ser divididos, com base em seus rendimentos, em duas 

faixas de temperatura distintas: 

• A temperaturas abaixo de 700°C, predominando a formação de alcatrão, água e 

dióxido de carbono. 

• A temperaturas mais elevadas, onde há uma maior produção de hidrocarbonetos 

gasosos, monóxido de carbono e hidrogênio.  

A Tabela 1 esquematiza as principais regiões de temperatura durante o processo 

de pirólise do carvão.  
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Tabela 1:Regiões de temperatura do processo de pirólise do carvão. Fonte: Silva, 2014. 

Região 

Faixa de 

temperatura 

(ºC) 

Reações Produtos 

Baixa temperatura 

< 350 
Principalmente 

volatilização 

Água e voláteis 

orgânicos 

400 - 750 Degradação primária 
Gás, alcatrão e 

licor 

Média temperatura 
 

750 - 900 
 

Reações secundárias 

Gás, alcatrão, licor 

e maior quantidade 

de hidrogênio Alta temperatura 900 - 1100 

Plasma > 1650 Acetileno e negro 

de carbono 

 

A região de alta temperatura de pirólise, compreendida entre 900°C e 1100°C, 

como mencionado anteriormente, é empregada na produção de coque para a fabricação 

de aço na indústria metalúrgica. Segundo LI et al. (2010), cerca de 75% do coque e 17% 

do gás são produzidos nessas temperaturas de operação. Tanto a quantidade quanto a 

qualidade do alcatrão são determinadas pela temperatura utilizada no processo de 

pirólise, bem como pelo tipo de carvão empregado, considerando-se a percentagem de 

carbono (CHESHKO, 2014). Anteriormente, muitos subprodutos resultantes da queima 

de carvão eram considerados resíduos e descartados. Contudo, atualmente, o alcatrão e 

seus derivados são amplamente utilizados na indústria química e em diversos segmentos 

industriais (MATOS, 2020). 

3.1.2 Destilação do Alcatrão 

O alcatrão resultante do processo de coqueificação do carvão pode ser 

decomposto em várias frações por meio de um método conhecido como destilação 

fracionada (ANTUNES, 2007), conforme exemplificado na Figura 3. Para compostos 

que possuem numerosos componentes, como é o caso do alcatrão, o fracionamento do 

material baseia-se na diferença de volatilidade dessas substâncias. A separação ótima 

ocorre em um estágio específico, quando a fase líquida e a fase de vapor atingem um 

estado de equilíbrio (LOPES, 2008). Assim, o alcatrão é segregado em frações mais 

leves, que compreendem substâncias com pontos de ebulição menores, tais como 

naftaleno e fenóis, e em frações mais pesadas, que englobam compostos com pontos de 

ebulição superiores aos das frações leves, como o piche. Embora haja variações entre as 

destilarias de alcatrão, os procedimentos adotados geralmente seguem padrões 
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semelhantes nos aspectos mais relevantes (MATOS, 2020). 

 

Figura 3: Compostos obtidos através da destilação do alcatrão. Fonte: Adaptado Matos, 2020. 

A preparação do alcatrão para o processo de destilação tem início com a 

remoção parcial da umidade presente nesse material. Essa remoção é realizada por meio 

da etapa de decantação, na qual, por diferença de densidades, ocorre a separação entre o 

alcatrão e o licor amoniacal. O licor amoniacal é reciclado para ser reutilizado na 

coqueria, onde é empregado para resfriar o gás. Adicionalmente, durante esta etapa, 

ocorre a remoção das partículas grosseiras presentes no alcatrão ocasionadas pelo 

arraste das partículas geradas durante o processo de coqueificação. A separação é 

executada utilizando um raspador de corrente, visando a remoção eficaz das impurezas 

presentes no alcatrão. Uma purificação mais completa é alcançada por meio da 

centrifugação do alcatrão (PERRUCHOUD, 2016). O processo genérico de separação 

do alcatrão e licor amoniacal é ilustrado na Figura 4. 
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Figura 4: Preparação do alcatrão para destilação. Fonte: Perruchoud, Meier e Fischer, 2016. 

Portanto, o alcatrão avança para a primeira fase do processo, conhecida como 

desidratação (DUARTE; SAMPAIO; IBRAHIM; PENIDO, 2016), que ocorre em um 

tanque de desidratação operando sob pressão. Esse arranjo visa diminuir o ponto de 

ebulição da água, possibilitando sua remoção em temperaturas mais baixas e prevenindo 

a degradação do alcatrão. O propósito dessa etapa é, novamente, extrair a umidade do 

alcatrão. A eliminação da água é crucial, uma vez que sua presença durante a destilação 

pode comprometer a extração dos produtos nas temperaturas ótimas, acarretando 

problemas no sistema de bombeamento ou até mesmo acidentes devido à sua 

temperatura de ebulição, que é aproximadamente 100 °C (MATOS, 2020). A Figura 5 

apresenta um esquema do processo de desidratação do alcatrão.  
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Figura 5: Processo de desidratação do alcatrão. Fonte: Matos, 2020. 

Após a maior parte da água ser removida, o alcatrão, ainda com uma quantidade 

de residual de umidade, é encaminhada para uma coluna de bandejas projetada para 

eliminar a fração restante de água presente no alcatrão. Nesta fase, ocorre a separação 

entre as fases do vapor d'água e do alcatrão líquido (FRANÇA, 2016). Após esse 

procedimento, o alcatrão é coletado na base e transferido para a segunda coluna, onde se 

inicia a destilação dos subprodutos. Neste equipamento, a temperatura é elevada para 

cerca de 350°C, necessitando da instalação de trocadores de calor e/ou fornalhas para 

otimizar o desempenho do processo (VALENTIM, 2014). No topo da coluna, é extraído 

o primeiro subproduto do alcatrão de carvão conhecido como Nafta Solvente, conforme 

exemplificado na Figura 6. Nos estágios subsequentes, são obtidos os óleos CND, além 

do antracen ou antraceno, até atingir 300 °C. Após essa temperatura, na base, o piche 

mole é retirado (FRANÇA, 2016). Dessa forma, cada subproduto resultante da 

destilação do alcatrão é encaminhado para etapas subsequentes visando a obtenção do 

produto desejado. 
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Figura 6: Processo de destilação do alcatrão. Fonte: Matos, 2020. 

3.2.3 Insolúvel em Quinolina do Alcatrão 

A qualidade do alcatrão pode ser determinada por diversos parâmetros, variando 

de acordo com o uso pretendido e as normas específicas de cada país ou região. Dentre 

os parâmetros comumente utilizados na avaliação da qualidade do alcatrão estão a 

densidade, umidade, cinzas, teor de insolúveis em tolueno e insolúveis em quinolina. 

No contexto da produção de piche, o teor de insolúveis em quinolina é particularmente 

relevante, pois influencia diretamente na plasticidade do produto. O alcatrão de carvão 

contém partículas de pequeno porte que apresentam insolubilidade no solvente 

quinolina, sendo assim denominadas de insolúveis em quinolina ou IQ.  

O IQ, originado durante o processo de coqueificação, pode ser classificado em 

IQ primário e IQ carry over. Sendo, o IQ primário gerado através do craqueamento 

térmico e da combustão incompleta de componentes voláteis liberados durante a 

coqueificação (ALSCHER, WILDFÖRSTER & SHARP, 2013). Este tipo de IQ 

apresenta partículas extremamente pequenas, com cerca de 1 mícron de diâmetro, e uma 

proporção significativa de carbono para hidrogênio, superior a 3,5 (BARON, 2016). Sob 

observação por microscopia eletrônica de varredura (MEV), o IQ primário é visualizado 

como esferas individuais que podem se agregar em aglomerados em alcatrões com altor 

teor de IQ, conforme exemplificado na Figura 7.  
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Figura 7: Insolúvel em quinolina (IQ) primário. Fonte: Alscher, Wildforster e Sharp, 2013. 

O IQ primário é formado no tunnel head do forno de coque, situado na parte 

superior do equipamento, onde o carvão é exposto a temperaturas aproximadas de 

1100°C. Esse aquecimento provoca a liberação dos voláteis e resulta na contração do 

carvão, gerando um espaço vazio no interior do material denominado de tunnel head, 

uma representação visual é apresentada na Figura 8 . É nesse ambiente que se inicia a 

formação do IQ primário, conforme indicado por Perruchoud (2016). Os parâmetros que 

exercem influência sobre a formação desse tipo específico de IQ incluem a composição 

da mistura de carvões, a taxa de entrada de ar no processo, a temperatura dos fornos de 

coque e o volume de carvão nas câmaras de coqueificação (PERRUCHOUD, 2016).  

 

Figura 8: Tunnel head. Fonte: Baron, Mckinney e Wombles, 2016. 
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Dessa forma, as características da mistura de carvões desempenham um papel 

significativo na formação do teor de insolúveis em quinolina uma vez que o aumento do 

teor de voláteis na mistura está correlacionado com um aumento na formação de IQ no 

tunnel head, devido à intensificação da combustão incompleta dos componentes voláteis 

liberados durante o processo de coqueificação. Observa-se um efeito semelhante com o 

aumento da umidade da mistura de carvões. Além disso, a distribuição heterogênea de 

tamanhos de partículas de carvões também desempenha um papel crucial no aumento do 

teor de insolúveis em quinolina. Essa heterogeneidade pode gerar regiões densas e 

porosas no leito de coque, onde a condução de calor e a difusão de reagentes variam. 

Consequentemente, diferentes áreas do leito de coque podem produzir subprodutos com 

composições distintas, ocasionando uma variabilidade na composição do alcatrão 

resultante. Regiões sujeitas a temperaturas mais elevadas e tempos de residência 

prolongados tendem a gerar uma maior proporção de IQ. Em geral, as indústrias 

siderúrgicas visam manter as misturas de carvões com tamanho de partícula inferior a 

2,83 mm (SILVA et al., 2009), assegurando a qualidade do coque e uma distribuição 

granulométrica mais uniforme.  

Outro fator crítico na formação do IQ primário durante a coqueificação é a 

presença de oxigênio derivada da entrada de ar na câmara, seja proveniente das paredes 

de aquecimento ou de vazamentos nas portas dos fornos, promovendo um aumento nas 

reações de craqueamento e consequentemente um aumento na formação do IQ. Isso se 

deve ao fato de que o oxigênio induz um superaquecimento local e a combustão 

incompleta dos produtos gasosos. Conforme mencionado por Alscher, Wildfoster e 

Sharp (2013), em coquerias recentemente instaladas, a ocorrência de vazamentos em 

portas e paredes é consideravelmente reduzida, o que explica a diminuição do teor de IQ 

nos alcatrões modernos. Ademais, a relação entre a temperatura de coqueificação e a 

formação de IQ segue o seguinte padrão: temperaturas elevadas no processo de 

coqueificação resultam em um aumento da temperatura no tunnel head, o que por sua 

vez promove a fissuração e a polimerização dos voláteis, levando a uma maior 

quantidade de IQ formado.  

O volume de carvão nas câmaras de coqueificação é outro elemento importante a 

ser considerado e que está correlacionado com a densidade aparente da mistura de 

carvões, dado que a densidade se relaciona inversamente com o tamanho do tunnel 

head. Assim, conforme a densidade aparente do carvão no forno de coque diminui, o 

tamanho da tunnel head aumenta. Este aumento no tamanho do tunnel head resulta em 
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um prolongamento do tempo de residência dos voláteis do carvão neste espaço. Por sua 

vez, o aumento do tempo de residência induz um incremento nos processos de 

craqueamento e polimerização dos voláteis do carvão (ALSCHER, WILDFÖRSTER e 

SHARP, 2013), o que consequentemente eleva a formação de IQ. As Figuras 9 e 10 

ilustram a influência da temperatura e densidade da mistura na formação do IQ 

primário. Conforme mencionado por Perruchoud, Meier e Fischer (2016), nas regiões 

da Europa e do Extremo Oriente, as temperaturas e os tempos de residência no tunnel 

head tendem a ser mais baixos, em virtude da utilização de tecnologias de coquerias 

distintas. Essas condições contribuem para uma produção de alcatrão com menor 

severidade e teores de IQ mais reduzidos. Essa diferença sistemática observada na 

qualidade dos alcatrões, e consequentemente nos piches produzidos, é explicada 

independentemente do processo de destilação (ALSCHER, WILDFÖRSTER e SHARP, 

2013).  

 

Figura 9: Efeito da temperatura do tunnel head no IQ primário do alcatrão. Fonte: Baron, 

Mckinney e Wombles, 2016.  
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Figura 10: Efeito da densidade aparente no IQ primário do alcatrão. Fonte: Baron, Mckinney e 

Wombles, 2016. 

Já o IQ carry over surge como resultado do transporte de partículas sólidas pelos 

voláteis do carvão no momento de sua formação (BARON, 2016). Durante o 

carregamento da câmara de coque, partículas de carvão e coque de diversos tamanhos, 

entre 25 e 500 μm, são arrastadas pela corrente de gás que sai do forno (TURNER, 

1992). Estas partículas, que contêm até 10% de cinzas e são em sua maioria maiores que 

o IQ primário, acabam por contaminar o alcatrão aumentando o teor de IQ. Portanto, se 

a mistura de carvões apresenta uma proporção significativa de partículas finas, 

geralmente com tamanho inferior a 0,25 mm, isso pode ocasionar um aumento no 

arraste desse material durante o processo de coqueificação. Devido ao seu tamanho de 

partícula reduzido, os finos têm uma maior propensão a serem transportados pelos gases 

e vapores gerados durante a carbonização. Além disso, os finos possuem uma área 

superficial expandida e uma maior reatividade, o que pode resultar em uma produção 

aumentada de compostos poliaromáticos e, consequentemente, em um teor de insolúveis 

em quinolina mais elevado no alcatrão resultante (KERSHAW, 1993). 

3.2 Piche 

3.2.1 Processo de Produção 

Nos últimos anos, a crescente demanda por matérias-primas tem impulsionado o 

avanço das conversões químicas, visando obter uma ampla variedade de substâncias 

aromáticas (MATOS, 2020). Um exemplo evidente é o setor de carboquímicos que faz 

o uso de diversos produtos e/ou subprodutos provenientes da mineração e 

processamento de carvão, os quais servem como matéria-prima para a produção de 

insumos químicos (ANDRADE, 2014; SAAVEDRA, 2010). Portanto, embora o 
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objetivo principal das indústrias siderúrgicas, no processo de coqueificação seja a 

produção de coque de alta qualidade, a recuperação de coprodutos provenientes dessa 

etapa se mostra como uma rota economicamente viável, uma vez que esses coprodutos 

representam aproximadamente 35% do custo do carvão (MATOS, 2020). Os 

subprodutos mais comuns e de maior valor agregado obtidos a partir do alcatrão, 

incluem o piche, o antraceno, o desinfetante, o creosoto, a nafta e o naftaleno 

(KERSHAW, 1993). Dentro desses produtos, o piche é um hidrocarboneto aromático de 

grande valor atribuído que tem sido produzido em larga escala há séculos, como um 

subproduto dos processos de coqueificação metalúrgica desde os primeiros estágios da 

revolução industrial (FAN et. al, 2017). Atualmente, o piche tem sido o principal 

aglutinante anódico para fundições de alumínio, de acordo com Callister (2007), as ligas 

de alumínio são empregadas como materiais de engenharia na indústria de transporte, 

incluindo aeronaves e espaçonaves. Isso evidencia os diversos usos e a relevância do 

alumínio.  

O piche de carvão é um composto complexo, contendo aproximadamente 5.000 

substâncias químicas diferentes, cerca de 127 compostos dessas frações foram 

identificados por pesquisadores alemães por meio de destilação e análise por 

cromatografia (HOIBERG, 1966; SCHAFER, 1956). Estes compostos incluem 

predominantemente hidrocarbonetos aromáticos polinucleares e compostos 

heterocíclicos, contribuindo para a complexidade e diversidade do piche. Essa estrutura 

molecular, resultante da polimerização, influencia diretamente as propriedades físicas 

do piche, em especial o ponto de amolecimento, que pode aumentar ou diminuir 

dependendo do tamanho das moléculas (FERRARI & REZENDE, 1998). Dessa forma, 

o piche é tipicamente categorizado com base nesse parâmetro, seguindo as classes 

apresentadas na Tabela 2.  

 

Tabela 2: Categorização do piche em função do ponto de amolecimento. Fonte: Nair, 1978. 

Ponto de amolecimento Classe 

 <40°C Alcatrão refinado 

Entre 40°C e 60°C Piche Mole 

Entre 60°C e 75°C 
Piche médio 

suave 

Entre 75°C e 110°C Piche médio duro 

>110°C Piche duro 
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Na destilação do alcatrão bruto, uma variedade de frações destiladas é obtida, 

sendo o processo de destilação planejado para produzir os tipos de produtos desejados. 

A extensão da destilação determina a composição e as propriedades do piche. Durante 

os anos 1950, os esforços na destilação do alcatrão se concentravam em maximizar 

tanto o volume quanto a qualidade dos óleos valiosos daquela época, como o naftaleno e 

o antraceno (FRANCK, COLLIN, 1968). Nesse período, e até os anos 1960, o piche era 

primordialmente utilizado como aglutinante na produção de briquetes a partir dos finos 

de carvão, utilizando-se uma variante mais suave do piche, com um ponto de 

amolecimento inferior a 20°C em comparação ao piche empregado para eletrodos. O 

piche de baixo ponto de amolecimento é obtido interrompendo o processo de destilação 

em temperaturas mais baixas, permitindo a retenção de óleos de alto ponto de ebulição 

no resíduo, ou através do fluxo do piche médio suave combinado com a proporção 

adequada de uma fração específica de alcatrão, podendo apresentar um ponto de 

amolecimento tão baixo quanto 30°C. 

Para obter o piche destinado aos eletrodos, é necessário realizar um processo 

adicional de tratamento térmico, aquecendo o piche mais suave a 400°C, geralmente por 

várias horas, em condições de pressão atmosférica (KRAAY, 2001), obtendo um produto 

com ponto de amolecimento entre 75ºC e 110ºC. Atualmente, para a produção do piche 

médio duro, várias abordagens são adotadas, sendo a destilação flash a vácuo a técnica 

predominante na América do Norte e na Europa para a produção do ligante anódico. 

Neste procedimento, o alcatrão é inicialmente destilado em condições atmosféricas para 

gerar um piche de consistência macia, caracterizado por um ponto de amolecimento 

entre 80-90°C. Posteriormente, o piche mole é submetido a uma destilação sob vácuo, 

resultando em um piche com ponto de amolecimento aproximado de 110°C. As 

condições operacionais requeridas para a obtenção deste tipo de piche compreendem 

uma temperatura de 325°C e um tempo de permanência de 5 minutos (BARON, 2016).  

Outro método de produção do piche médio duro importante, comumente 

aplicado nas indústrias siderúrgicas, acontece com a utilização de um polimerizador, 

que tem como função purificar o piche, extraindo o antraceno e a nafta, utilizando ar ou 

gás nitrogênio para auxiliar o arraste de seus vapores (VALENTIM, 2014), conforme 

Figura 11. Nessa etapa, o piche é recirculado e mantido em um agitador no fundo, para 

homogeneização. Além disso, as temperaturas dessa etapa podem variar devido à 

composição e qualidade da matéria-prima. Dessa forma, obtém-se o piche pela 

destilação de alcatrão de carvão de alta temperatura, entre 300°C e 355°C, cujo valor 
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agregado, estimado em 2018, é de aproximadamente a US$ 2.000,00 por tonelada 

(ICHPW, 2018).  

 

Figura 11: Processo de produção do piche médio duro. Fonte: Matos, 2020. 

 

3.2.2 Insolúvel em Quinolina do Piche 

A maior parte do ligante empregado na fabricação de eletrodos deriva do piche 

duro obtido do alcatrão (NAIR, 1978), as características únicas desse ligante o tornam 

imprescindível em diversas aplicações, o que tem impulsionado a demanda por piche de 

alta qualidade (CHAUDHURI, SINGH & PARTHASARATHY, 1999). Cada setor 

industrial possui requisitos específicos para a produção de eletrodos, refletindo-se na 

diversidade de especificações para o piche. Porém, em geral, a qualidade desse material 

pode ser avaliada com base em diversos parâmetros, entre os quais se destacam o ponto 

de amolecimento (PA), teor de insolúveis em quinolina (IQ) e em tolueno (IT), valor de 

coqueificação (VC), resina β e cinza (CHAUDHURI, SINGH & PARTHASARATHY, 

1999). A Figura 12 ilustra o fluxograma do processo de produção de piche no setor 

carboquímicos de uma indústria siderúrgica, destacando seus principais parâmetros de 

qualidade. 
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Figura 12: Produção de piche no setor carboquímicos e seus principais parâmetros de 

qualidade. Fonte: Autora, 2024. 

Conforme indicado por Perruchoud (2016), a remoção dos voláteis mais leves do 

alcatrão, que resulta na formação do piche mole, caracterizado por um ponto de 

amolecimento inferior ao do piche duro, leva a um enriquecimento proporcional dos 

componentes de massa molecular média e alta. Todavia, as reações de policondensação 

e polimerização ocorrem em faixas de temperatura mais elevadas, condições nas quais o 

piche mole se transforma em piche duro, resultando, assim, na formação de novos 

compostos com massa molecular média e alta, de natureza distinta da anterior. Apesar 

de as moléculas de piche compartilharem os mesmos componentes de massa molecular, 

sua solubilidade em um solvente específico pode divergir consideravelmente devido a 

distintos arranjos moleculares (STADELHOFER, 1983). Entre os inúmeros solventes 

empregados por diferentes instituições, dois têm sido amplamente favorecidos: 

quinolina e tolueno. Tipicamente, o teor de insolúveis em quinolina é caracterizado por 

uma massa molecular elevada, superior a 3000, enquanto o teor de tolueno solúvel exibe 

uma massa molecular inferior a 1000. Assim, os compostos de massa molecular entre 

1000 e 3000 são representados pela fração IQ-IT, comumente conhecidas como resinas 

β. A Figura 13 apresenta a distribuição de massa molecular de um alcatrão típico 

submetido ao processo de destilação, inicialmente para a obtenção de piche mole e, 

posteriormente, sob condições de destilação e temperaturas mais severas, resultando na 

formação de piche duro. 
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Figura 13: Distribuição de massa molecular do alcatrão, piche mole e piche duro. Fonte: 

Perruchoud, Meier e Fischer, 2016. 

Nos últimos anos, a atenção tem se concentrado especialmente nos insolúveis em 

quinolina como propriedade crítica do piche (ALSCHER, WILDFÖRSTER & SHARP, 

2013; PANAITESCU & PREDEANU, 2007). O teor de insolúveis em quinolina 

presente no piche é influenciado por diversos processos durante sua produção. Uma 

proporção significativa desse IQ é adquirida durante a destilação do alcatrão de carvão, 

onde praticamente todo o IQ primário e o IQ carry over do alcatrão são transferidos 

para o piche (BEUKES et al., 2013). Adicionalmente, o tratamento térmico em altas 

temperaturas durante a produção do piche resulta na formação adicional de IQ, 

conhecido como IQ secundário. Esse IQ secundário é frequentemente referido como 

mesofase e possui uma relação carbono-hidrogênio inferior a 3 (BARON, 2016). 

Em contraste com o IQ primário, as partículas de mesofase são geradas no estado 

líquido em vez de na fase gasosa. Durante os estágios iniciais da formação da mesofase, 

o IQ primário atua como locais de nucleação, acelerando assim o processo de formação 

da mesofase (TILLMANNS, PIETZKE & PAULS, 1978). Uma vez estabelecidas, as 

esferas primárias de IQ limitam o crescimento da mesofase, impedindo sua coalescência 

(MARSH & LATHMAN, 1986). Segundo (MENÉNDEZ et. al, 1991), é possível 

detectar evidências do IQ original mesmo após o aquecimento a 500°C por uma hora, o 

que corrobora o efeito inibidor do IQ primário na formação e desenvolvimento do IQ 

secundário, que geralmente excedem o tamanho das partículas primárias de IQ 

(ROMOVACEK, 1986). A detecção da mesofase pode ser realizada por meio de 

microscopia eletrônica de varredura, como ilustrado na Figura 14, bem como por 
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observação microscópica sob luz circularmente polarizada. Por meio da microscopia, é 

possível determinar o tamanho e a concentração dessas esferas (ALSCHER, 

ALSMEIER e MARRETT, 1988). Este método aproveita a estrutura de cristal líquido 

das partículas de mesofase, as quais se tornam visíveis com facilidade sob luz 

polarizada (ALSCHER, WILDFÖRSTER e SHARP, 2013).  

 

Figura 14: IQ secundário. Fonte: Fonte: Alscher, Wildforster e Sharp, 2013. 

As condições de polimerização do piche são geralmente ajustadas para garantir a 

produção de piches com pontos de amolecimento adequados, conforme requerido pelas 

indústrias de alumínio. No entanto, certas condições de processo têm o potencial de 

aumentar a formação de IQ secundário no piche tais como a temperatura, tempo de 

residência e taxa de ar na polimerização. De acordo com Menéndez (1991), à medida 

que o piche é aquecido a temperaturas progressivamente mais elevadas e por períodos 

mais prolongados, o tamanho das partículas de IQ total aumenta. Esse fenômeno é 

atribuído ao fato de que temperaturas mais altas aumentam a taxa de polimerização e 

condensação de aromáticos, devido ao aumento da energia cinética das moléculas. Isso 

implica que um número maior de moléculas atinge a energia de ativação necessária para 

reagir, resultando em uma taxa mais alta de formação de produtos complexos e 

insolúveis em quinolina. O mesmo padrão é observado com o tempo de residência no 

reator, o qual influencia diretamente a formação de IQ ao permitir a continuidade e 

intensificação das reações que levam à formação de estruturas moleculares complexas e 
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densas.   

Por fim, a taxa de ar no polimerizador também é um aspecto crucial que pode ser 

ajustado para modular a formação de IQ durante a polimerização do piche. O ar 

comprimido, introduzido na base dos polimerizadores, tem a função de borbulhar o 

piche no fundo do tanque, facilitando a separação dos vapores de antraceno. Entretanto, 

uma taxa de ar elevada resulta em uma maior disponibilidade de oxigênio, o que 

intensifica a oxidação, que por sua vez, leva a uma maior formação de estruturas 

complexas e reticuladas, incrementando a quantidade de IQ (KERSHAW, 1993). 

 

3.3 Redes Neurais 

Nos últimos anos, o desenvolvimento crescente de processos industriais 

complexos ressalta a importância do surgimento de tecnologias voltadas para a tomada 

de decisões, visando a inserção e manutenção efetiva de produtos ou serviços no 

mercado moderno (FLECK et al., 2016), além disso, o avanço da tecnologia da 

informação tem impulsionado significativamente a utilização de sistemas especialistas 

para a predição de parâmetros produtivos. Neste contexto, as Redes Neurais Artificiais 

(RNAs) surgem como uma alternativa analítica aos métodos convencionais, os quais 

frequentemente são limitados por suposições rígidas de linearidade, normalidade, 

homogeneidade e independência das variáveis. Isso se deve ao sucesso comprovado das 

RNAs na modelagem de relações complexas entre séries temporais de entrada e saída 

em diversas áreas (VEMURI e ROGERS, 1994). Assim, a aplicação bem-sucedida das 

RNAs em diversos campos da ciência sugere sua viabilidade também para o contexto de 

uma indústria siderúrgica. Um exemplo concreto dessa aplicação é o desenvolvimento 

de um modelo fundamentado em RNAs para prever o consumo total de combustível, 

fuel rate, em um alto-forno à coque, uma etapa crucial nos processos de produção do 

aço (CARVALHO et al., 2018).  

As RNAs possuem uma notável capacidade de aprendizado por meio de exemplos 

e de generalização da informação adquirida, conforme destacado por Spörl, Castro e 

Luchiari (2011). Essa característica permite que as RNAs estimem saídas coerentes para 

conjuntos de dados de entrada que não foram previamente apresentados durante a fase 

de aprendizagem (HAYKIN, 2001). Além disso, as redes neurais demonstram tolerância 

a dados discrepantes ou outliers, habilidade para modelar relações não lineares entre 

variáveis e a capacidade de lidar com variáveis categóricas, além das numéricas 

(HAYKIN, 2001). De acordo com Braga, Ludenir e Carvalho (2007), o mecanismo de 
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operação das redes neurais artificiais é inspirado no funcionamento dos neurônios 

biológicos. Cada neurônio, conforme descrito pelo autor, atua como uma unidade de 

processamento simples, onde uma equação matemática, função de ativação, geralmente 

não linear, é aplicada para processar e transmitir a informação recebida para outros 

neurônios (COSENZA et al., 2015). Os neurônios desempenham o papel de 

mapeamento não linear e máquinas somadoras, e são organizados em layouts regulares 

que funcionam em paralelo, formando camadas. A conexão entre os neurônios é 

representada por pesos numéricos ajustáveis, como mencionado na literatura (UNAL, 

TOPUZ e ERDAL, 2012). A Figura 15 ilustra a comparação entre um neurônio 

biológico e um artificial. 

 

Figura 15: Comparação entre neurônio biológico e artificial. Fonte: Unal et al., 2012. 

As redes neurais tiveram seu início na década de 1940, quando McCulloch, 

neurofisiologista, e Pitts, matemático, desenvolveram o modelo mais básico de RNA, 

conhecido como Perceptron. Desde então, os modelos de redes neurais artificiais 

passaram por uma significativa evolução, tornando-se mais complexos e diversos em 

relação ao modelo original. Atualmente, entre os modelos mais populares, destacam-se 

as redes de propagação para frente, conhecida como Feedforward (TAFNER, 1999). 

Este tipo de rede é caracterizado por sua organização em camadas, que incluem uma 

camada de entrada, uma ou mais camadas ocultas e uma camada de saída 

(RUMIANTSEV e ROMANIUK, 2022). Na camada de entrada, os neurônios 

introduzem os valores das variáveis de entrada. Cada neurônio na camada oculta está 

conectado a todas as unidades da camada anterior. Para produzir sua saída, cada unidade 

realiza uma soma ponderada de suas entradas e aplica um nível de ativação através de 

uma função de transferência (CROSS, HARRISON E KENNEDY, 1995). Assim, uma 
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série de entradas, cada uma com um valor ponderado, é inserida em um modelo de 

RNA. A ativação do neurônio é determinada pela soma ponderada de todas as entradas, 

e a saída é obtida ao passar o sinal de ativação por uma função de transferência 

(BISHOP, 1994), conforme ilustrado na Figura 16.  

 

Figura 16: Representação de uma rede neural. Fonte: Unal et al., 2012. 

O objetivo da rede neural é minimizar a diferença entre a saída produzida para o 

conjunto de entrada e a saída da rede. Esse processo ocorre em relação a um conjunto de 

amostras de entrada-saída {𝑥 ,𝑦},𝑛 = 1… 𝑁. Para tal, é necessário realizar o treinamento 

da rede, que implica na atualização dos pesos 𝑤 de forma a minimizar o erro de acordo 

com o critério estabelecido. Esse tipo de treinamento é classificado como 

supervisionado, uma vez que as saídas desejadas para um dado conjunto de entradas são 

conhecidas. Um dos algoritmos mais populares para esse fim é o backpropagation, o 

qual calcula o erro entre a saída produzida pela rede e a saída desejada. Com base 

nesses erros, os pesos são ajustados na direção oposta, atualizando-os da camada de 

saída para a camada de entrada. Essa metodologia é empregada para solucionar questões 

relacionadas à aproximação e previsão de funções, como referenciado por Braga, 

Ludenir e Carvalho (2007). 

O dimensionamento adequado de uma rede neural é crucial para garantir tanto sua 

capacidade de generalização quanto a eficiência do treinamento. Redes com poucos 

neurônios podem ter dificuldade em representar adequadamente os dados e convergir 
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durante o treinamento, enquanto redes excessivamente grandes podem tender a perder 

sua capacidade de generalização, resultando em overfitting (FLECK, 2016). Portanto, é 

essencial selecionar o número apropriado de unidades de entrada e saída, além de 

considerar cuidadosamente as variáveis de entrada/saída para treinar a rede de forma 

eficaz. A complexidade da interação entre as entradas e saídas determina o número de 

camadas ocultas necessárias, embora, na maioria dos casos, uma única camada oculta 

seja suficiente para resolver problemas práticos (CROSS, HARRISON E KENNEDY, 

1995).  
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4 METODOLOGIA  

No presente estudo, utilizou-se dados do processo de obtenção de piche em uma 

indústria siderúrgica, com o objetivo de prever o IQ secundário do piche e identificar 

possíveis correlações entre os parâmetros do processo e a sua geração. A metodologia 

sintetizada empregada para atingir os objetivos deste trabalho está ilustrada na Figura 

17. 

 

Figura 17: Fluxograma resumido da metodologia utilizada. Fonte: Autora, 2024. 

A primeira etapa consistiu na identificação e definição das variáveis mais 

relevantes para a formação do IQ secundário, utilizando como base a literatura e os 

parâmetros adotados pela indústria, os quais estão detalhados na Tabela 3. Assim, foram 

selecionadas sete variáveis de entrada e uma variável de saída para o desenvolvimento 

do modelo de rede neural. Os parâmetros de entrada e saída da rede neural são 

denominados conjuntos de dados. 
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Tabela 3: Variáveis de entrada da RNA de previsão do IQ do piche. 

Parâmetro Unidade 

Temperatura do polimerizador 1 ºC 

Temperatura do polimerizador 2 ºC 

Nível do polimerizador 1 % 

Nível do polimerizador 2 % 

Vazão de nitrogênio do polimerizador 1 m3/h  

Vazão de nitrogênio do polimerizador 2 m3/h   

IQ alcatrão 1 % 

IQ alcatrão 2 % 

Utilização alcatrão 1 % 

Utilização alcatrão 2 % 

 

O processo de produção do piche tem início com a combinação de duas correntes 

de alcatrão que convergem em um reator de polimerização, onde ocorre a conversão do 

alcatrão em piche. Um sistema de transmissores, interligado a sistemas de 

monitoramento online nos reatores, envia os dados para plataformas de controle e 

registro, como o DCS, sendo utilizado para o acompanhamento contínuo e registro do 

nível, da temperatura e da vazão de nitrogênio nos polimerizadores. O IQ do alcatrão, 

determinado experimentalmente, bem como sua utilização, são registrados diariamente 

em planilhas eletrônicas. Dessa forma, foi elaborado um banco de dados referente ao 

processo de produção de piche nos reatores de polimerização, que contemplou oitenta 

dias de operação. A seleção desse intervalo temporal foi definida com base em uma 

mudança estratégica na operação da unidade em questão, que resultou em novas 

condições de processo. A inclusão de dados anteriores ao período analisado poderia 

comprometer a representatividade do conjunto e afetar o desempenho do modelo. 

Além disso, quatro das variáveis de entrada, IQ do alcatrão 1 e 2 e suas 

respectivas taxas de utilização, são obtidos apenas uma vez ao dia, reduzindo a 

frequencia dos dados e limitando a quantidade de amostras disponíveis para o 

treinamento do modelo. Assim, a escolha do período e das variáveis considerou tanto a 

representatividade dos dados quanto as restrições impostas pela frequência de medição 

das variáveis críticas.  

Para prever o IQ do piche, a rede neural foi desenvolvida usando o software 



42  

 

Matlab 2015. Um modelo de RNA do tipo feedforward foi empregado, com o algoritmo 

de treinamento Levenberg-Marquardt. Utilizou-se uma rede com aprendizado em lote, 

batch, na qual todos os vetores de entrada foram apresentados à rede para completar 

uma época. Dessa forma, os pesos da rede são atualizados somente ao final de cada 

época, após o processamento de todos os dados de entrada. 

O processo inicial para a criação da rede neural envolveu a preparação e 

normalização dos dados, que requer um conjunto de dados contendo valores de recursos 

de entrada e valores de destino correspondentes, utilizando o método de aprendizado 

supervisionado da rede. Um script foi desenvolvido para associar cada uma das colunas 

da tabela a um parâmetro específico, como mostrado na Figura 18. Isso permite que o 

MATLAB processe e padronize os dados de entrada, preparando um input adequado para 

a rede neural artificial. No mesmo script, foi gerada uma nova variável relevante para a 

análise do processo por redes neurais: a variável média MIQ. Essa variável foi obtida 

por meio de uma soma ponderada dos valores de Insolúveis em Quinolina do alcatrão 1 

e 2, considerando suas respectivas taxas de utilização. A inclusão dessa variável visa 

fornecer uma representação mais abrangente da qualidade do alcatrão utilizado no 

processo.  

 

Figura 18: Preparação e tratamento dos dados no MATLAB. 

Posteriormente, foi necessário realizar a leitura dos dados de entrada e saída e 

criação da rede no software MATLAB, NNTOOL. Especificou-se um algoritmo de 

treinamento a ser adotado, neste estudo, foi empregada a função tansig. Esta função 
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tangente sigmoidal, definida pela equação 1, mapeia os valores de entrada para um 

intervalo entre -1 e 1. Tal característica é valiosa em redes neurais, pois permite a 

introdução de não-linearidades e a modelagem de uma ampla gama de funções. 

𝑡𝑎𝑛𝑠𝑖𝑔 (𝑥) =  
2

1+𝑒−2𝑥
− 1                                                           (1) 

Após a seleção do algoritmo, é essencial compreender de forma mais aprofundada 

os parâmetros empregados para ajustar o treinamento da RNA e designar valores a cada 

um deles. O Anexo A exibe todos os parâmetros já configurados para o processo de 

treinamento. Após a configuração dos parâmetros, realizou-se o treinamento da rede, 

seguido da validação e ajustes subsequentes, visando minimizar os erros associados.  

Durante o processo de treinamento, os pesos de conexão são ajustados com o 

objetivo de minimizar o erro entre o valor-alvo previsto e o valor real, até atingir um 

nível satisfatório. Assim, os pesos de conexão foram atualizados até que a função de 

erro definida fosse minimizada. Esse processo foi repetido diversas vezes, com ajustes 

contínuos no número de neurônios e nas configurações dos parâmetros, até que as 

configurações ideais fossem encontradas, garantindo um bom desempenho da rede na 

predição do IQ do piche. Uma vez concluído o processo de treinamento, a rede neural 

deve ser um modelo capaz de prever o valor-alvo com base no padrão de entrada. Para 

avaliar a precisão do modelo de RNA proposto na previsão do IQ do piche, foram 

calculados os erros entre as saídas da RNA e os resultados reais, utilizando análises 

estatísticas padrão, como o coeficiente de correlação (R).  

Na etapa seguinte, realizou-se simulações em que determinadas variáveis de 

entrada e saída foram mantidas constantes. O objetivo foi analisar a influência de uma 

variável não fixada sobre as demais, de modo a identificar pontos ótimos de operação 

em termos de temperatura, nível e vazão de ar dos polimerizadores. O objetivo final 

dessas simulações foi determinar as condições que minimizam o IQ do piche, 

garantindo a eficiência do processo. 

Conforme ilustrado na Figura 19, foram analisados os dados de entrada do 

processo de produção de piche ao longo de um período de oitenta dias, considerando as 

seguintes variáveis: a média do IQ do alcatrão denominado de IQ de entrada, os níveis 

dos polimerizadores A e B, multiplicados por dez para ajuste de escala, a temperatura 

dos polimerizadores A e B, divididas por trinta, também para adequação de escala, e a 

vazão de nitrogênio dos polimerizadores A e B, dividida por quinze. A variável de 

saída, correspondente ao IQ de saída, foi normalizada por dois. Essas transformações 
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foram realizadas para garantir a comparabilidade entre as variáveis e ajustar suas escalas 

para análise conjunta. 

A análise do gráfico permite observar que algumas variáveis apresentam picos 

significativos, como é o caso do IQ de entrada, IQ de saída e vazão dos polimerizadores 

A e B, enquanto outras se mantêm relativamente constantes, como a temperatura e o 

nível dos polimerizadores A e B. Essa dispersão sugere que, durante o regime transiente 

do processo, os dados de entrada apresentam uma dispersão significativa, justificando a 

necessidade de aplicação das RNAs.  

 

 

Figura 19: Dados de entrada e saída normalizados do processo industrial de obtenção do piche 

em regime transiente.  

A rede neural foi estabelecida na caixa de ferramentas NNTOOL do software 

MATLAB 2015, conforme consta na Figura 20. A configuração desta rede foi ajustada 

com base em testes sucessivos, tendo como critério a obtenção de um coeficiente de 

correlação maior que 0,9. Mantendo a função de ativação tansig, foram avaliadas 

diferentes configurações, variando o número de neurônios na camada oculta, 10, 20, 40, 

80, 100 e 120, a quantidade de camadas ocultas, uma ou duas, e o número de épocas de 

treinamento. A melhor configuração encontrada consistiu em sete variáveis de entrada, 

uma variável de saída, uma camada oculta com 20 neurônios e 2000 épocas de 

treinamento, garantindo o melhor desempenho dentro do critério estabelecido. 
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Figura 20: Rede neural estabelecida. 

5 RESULTADOS E DISCUSSÃO 

A Figura 21 apresenta as análises de regressão dos dados, utilizadas como critério 

para avaliar a precisão do modelo. A correlação entre os valores preditos e os valores-

alvo é representada pelos coeficientes de correlação, os quais indicam a capacidade do 

modelo de aprender os padrões subjacentes aos dados. Nos gráficos, são exibidas as 

saídas da rede neural em relação aos valores-alvo para os diferentes conjuntos de dados: 

treinamento, validação e teste. Especificamente, a Figura 21a ilustra a análise de 

regressão para o conjunto de treinamento, enquanto as Figuras 21b e 21c apresentam as 

análises correspondentes aos conjuntos de validação e teste, respectivamente. No 

MATLAB 2015, a divisão dos dados ocorre automaticamente, sendo 70% destinados ao 

treinamento, 15% à validação e 15% ao teste. Por fim, a Figura 21d exibe a regressão 

total, considerando todos os conjuntos de dados. 

Os coeficientes de correlação obtidos nas análises foram 0,95482 para o conjunto 

de treinamento, 0,9927 para o conjunto de validação, 0,97751 para o conjunto de teste e 

0,9580 para o conjunto completo de dados. Como todos os valores estão próximos de 1, 

observa-se uma forte correlação entre as predições do modelo e os valores-alvo, 

indicando um bom ajuste da rede neural. Dessa forma, os resultados sugerem que a 

arquitetura proposta foi capaz de aprender a relação entre os parâmetros de entrada e a 

variável de saída com alta precisão. 
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Figura 21: Gráfico de validação dos dados gerados pela rede neural. 

A Figura 22 apresenta uma comparação gráfica entre os dados de validação da 

RNA e os resultados reais do IQ do piche, considerando 19 dias de operação. É 

importante mencionar que a maioria dos resultados obtidos com a RNA estão 

relativamente próximos aos valores reais, demonstrando que o modelo apresenta uma 

boa acurácia no ajuste. Além disso, o modelo demonstra capacidade de prever 

adequadamente os picos e as variações rápidas. Embora haja algumas divergências 

pontuais, a rede neural foi capaz de interpretar o processo de obtenção do piche e prever 

o IQ correspondente, indicando um ajuste geral bastante preciso. 
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Figura 22: Pontos de validação da previsão do IQ secundário. 

A partir do modelo desenvolvido por meio de redes neurais artificiais, foi 

realizada uma análise do impacto das variáveis de entrada sobre as variáveis de saída, 

mantendo determinadas variáveis constantes e variando apenas uma por vez. Esse 

procedimento teve como objetivo avaliar a influência individual de cada fator no teor de 

insolúveis em quinolina do piche. As Figuras 23, 24 e 25 apresentam os gráficos 

gerados pelo modelo, indicando condições operacionais ótimas a serem testadas na 

indústria para a redução do IQ do piche. 

 

Figura 23: Relação entre nível dos polimerizadores e IQ do piche. 

A Figura 23 ilustra a relação entre duas dessas variáveis: o nível dos 

polimerizadores e o IQ de saída do piche. Com base na curva, observa-se que, à medida 

que o nível dos polimerizadores aumenta de aproximadamente 0,45% até 0,55%, o teor 
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de insolúveis em quinolina do piche apresenta um crescimento significativo, atingindo 

um pico próximo de 20% no nível de 0,54%. Este comportamento pode ser atribuído a 

tempos de residência prolongados do alcatrão, intensificando as reações de 

polimerização e formação de composto insolúveis em quinolina (MENÉDEZ, 1991). 

No entanto, após esse ponto, a IQ do piche começa a decrescer rapidamente, até 

alcançar cerca de 0,61%, momento em que o gráfico se estabiliza. Assim, para níveis de 

tanque superiores a 0,61%, a IQ do piche tende a se manter constante em torno de 4%, 

indicando que, a partir desse ponto, o aumento do nível dos polimerizadores não 

provoca mais elevações no IQ de saída. O declínio do IQ pode estar associado a redução 

do tempo de exposição a temperaturas elevadas, limitando o avanço do polimerizador. 

Conclui-se que existe uma faixa ótima de níveis dos polimerizadores, dentro da qual os 

valores de IQ do piche se mantêm nos níveis mais baixos possíveis. 

 

Figura 24: Relação entre temperatura dos polimerizadores e IQ do piche. 

A Figura 24 apresenta o gráfico que ilustra a correlação entre a temperatura dos 

polimerizadores e o teor de insolúveis a quinolina do piche. Entre 300°C e 

aproximadamente 340°C, observa-se que a IQ do piche permanece praticamente 

constante, com valores em torno de 4%. Esse comportamento sugere que, dentro dessa 

faixa de temperatura, a reação de polimerização está ocorrendo de forma controlada, 

sem grandes impactos na formação de compostos insolúveis. Está estabilidade pode 

estar associada ao equilíbrio entre a degradação térmica dos componentes voláteis e a 

progressão controlada da polimerização. Contudo, partir de aproximadamente 340°C, o 

IQ começa a aumentar de forma acentuada, indicando uma relação não linear, na qual 
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pequenos incrementos na temperatura resultam em aumentos consideráveis no IQ do 

piche. Em torno de 345°C, o gráfico revela um aumento abrupto, com a IQ do piche 

alcançando valores próximos de 17%. Esse ponto sugere o avanço acelerado da 

polimerização, intensificando a condensação de compostos aromáticos e formando 

estruturas altamente reticuladas e insolúveis. Além disso, a degradação térmica 

excessiva pode levar à quebra molecular e posterior recombinação em compostos mais 

estáveis e insolúveis (MENÉNDEZ, 1991). Conclui-se, portanto, que temperaturas mais 

baixas nos polimerizadores estão associadas a menores valores de IQ do piche. 

A Figura 25 apresenta um gráfico tridimensional que ilustra a relação entre três 

variáveis: vazão de nitrogênio, nível dos polimerizadores e teor de insolúvel em 

quinolina do piche. As diferentes curvas no gráfico representam o comportamento do IQ 

do piche para diversas temperaturas, sendo elas: 350°C, 352°C, 354°C, 356°C, 358°C e 

360°C, cada temperatura associada a uma cor distinta. Observou-se que a temperatura 

tem um impacto significativo na formação de insolúveis, com um aumento progressivo 

do IQ à medida que a temperatura se eleva. Em temperaturas mais baixas, entre 350 e 

354°C, o IQ tende a permanecer em níveis moderados, sugerindo que a polimerização 

ocorre de forma controlada. No entanto, acima de 356°C, observa-se um crescimento 

acentuado do IQ, indicando um avanço excessivo das reações de condensação dos 

compostos aromáticos. A temperatura de 360°C apresentou o maior valor de IQ, 

evidenciando que temperaturas muito elevadas podem intensificar a polimerização e a 

degradação térmica, aumentando a fração de compostos insolúveis.  

A vazão de alimentação dos polimerizadores também influenciou 

significativamente a formação de IQ. Em baixas vazões, menores que 100 m³/h, o IQ 

tende a ser menor, possivelmente devido ao maior tempo de residência do material no 

sistema, permitindo um controle mais efetivo da polimerização. Conforme a vazão 

aumenta, entre 100 e 140 m³/h, há um crescimento do IQ, indicando que taxas mais 

elevadas de alimentação podem intensificar as reações de condensação e a formação de 

estruturas insolúveis. Esse efeito se torna mais evidente em temperaturas acima de 

356°C, onde a combinação de vazão elevada e alta temperatura resulta em um aumento 

expressivo do IQ. Embora pequenas variações no nível também influenciem o IQ do 

piche, essa relação não se mostra tão evidente quanto a variação da vazão de nitrogênio. 

Conclui-se que tanto a temperatura quanto a vazão impactam significativamente o 

percentual IQ do piche, sendo que temperaturas mais altas e vazões de nitrogênio 

maiores resultam em um IQ do piche mais elevado. 



50  

 

 

Figura 25: Gráfico tridimensional da vazão, nível e IQ do piche. 

Dessa forma, os resultados indicam que a combinação de uma vazão moderada, 

controle do nível e temperaturas operacionais abaixo de 356°C pode ser uma estratégia 

eficiente para minimizar a formação de insolúveis em quinolina no piche. O controle 

preciso dessas variáveis é fundamental para otimizar a qualidade do piche, evitando a 

formação excessiva de compostos indesejáveis e garantindo maior eficiência no 

processo siderúrgico. 
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6 CONCLUSÃO 

A rede neural artificial que apresentou melhor desempenho foi a configurada com 

o algoritmo de treinamento tansig. Na parametrização da rede, foram realizadas 2000 

interações, com 20 neurônios na camada oculta. Os gráficos de validação e desempenho 

demonstraram que a rede neural desempenhou sua função de maneira eficaz na previsão 

dos valores, apresentando um coeficiente de correlação de 0,95482 para o conjunto de 

treinamento, 0,9927 para o conjunto de validação, 0,97751 para o conjunto de teste e 

0,9580 para o conjunto completo de dados. Apesar da alta dispersão nos dados de 

entrada, foi possível obter previsões satisfatórias para o teor de insolúvel em quinolina 

do piche, o que confirma a viabilidade da utilização de redes neurais artificiais para este 

tipo de modelagem.  

Uma análise adicional foi realizada para compreender o impacto das variáveis de 

entrada como temperatura, nível e vazão dos polimerizadores, sobre o IQ do piche. 

Foram identificadas faixas ótimas de nível dos polimerizadores que mantêm o IQ mais 

baixo, enquanto temperaturas mais baixas também contribuem para menores valores de 

IQ. Embora pequenas variações no nível influenciem o IQ, a relação mais significativa 

foi observada com a temperatura e vazão de nitrogênio. Conclui-se que tanto a 

temperatura quanto a vazão de nitrogênio têm impacto significativo no IQ do piche, 

com temperaturas mais altas e maiores vazões resultando em valores de IQ mais 

elevados. 
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7 SUGESTÕES PARA TRABALHOS FUTUROS  

Como sugestões para pesquisas futuras: 

• Validar os resultados obtidos computacionalmente por meio de 

testes industriais nas melhores condições encontradas nas 

simulações; 

• Explorar oportunidades para implementação prática na indústria, 

visando otimizar processos e melhorar a qualidade do produto; 

• Aplicar as RNAs para prever o teor de insolúvel em quinolina (IQ) 

do alcatrão com base na mistura de carvões e nos parâmetros 

operacionais da coqueria contribuindo para uma compreensão mais 

abrangente do processo de produção do piche;  
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ANEXO A – PARÂMETROS DE TREINAMENTO DA RNA 

A Figura A1 apresenta os parâmetros utilizados para ajustar o treinamento da 

RNA e os valores a cada um deles. 

 

 

Figura A1: Parâmetros de treinamento da rede neural artificial. 

Conforme descrito pela MathWorks (2021), os parâmetros de treinamento podem 

ser explicados da seguinte maneira: 

• showWindow: Quando configurado como true, exibirá uma janela de 

treinamento durante o processo. Essa janela oferece informações em tempo real 

e feedback visual sobre o progresso do treinamento da rede, além de apresentar 

métricas de desempenho, como curvas de erro e métricas de validação. 

• showCommandLine: Quando configurado como falso, nenhuma informação de 

treinamento será mostrada na interface da linha de comando durante o processo 

de treinamento, possibilitando uma execução silenciosa do mesmo. 

• Show: Esta opção oferece a possibilidade de customizar a frequência e o tipo de 

informação de treinamento que é mostrada durante o processo de treinamento da 

RNA. 

• Epochs: O parâmetro "épocas" define o limite máximo de iterações em que todo 

o conjunto de dados de treinamento é fornecido à rede neural para o treinamento. 

Em cada época, a rede percorre todo o conjunto de dados, calcula os erros e 

ajusta os pesos com base nos gradientes de erro. A determinação do número de 

épocas é específica para cada problema e geralmente é estabelecida por meio de 
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experimentação. 

• time: Quando o parâmetro é configurado como inf, infinito, indica que não há 

um limite de tempo específico estabelecido para o processo de treinamento. Este 

processo continuará até alcançar um critério de parada diferente do tempo, como 

um número específico de épocas. 

• goal: Quando definido como 0, isso indica que a rede neural será treinada até 

alcançar um ajuste perfeito ao conjunto de dados de treinamento, sem nenhum 

erro residual. O processo de treinamento continuará até que a rede tenha 

memorizado ou aprendido a mapear os dados de treinamento para seus alvos 

sem discrepâncias.  

• min_grad: O uso de um valor tão baixo sugere uma precisão excepcionalmente 

alta no treinamento, implicando que o processo deve continuar até que os pesos 

da rede estejam muito próximos dos valores ótimos que minimizam o erro ou a 

métrica de desempenho. 

• max_fail: O parâmetro max_fail é empregado como critério para interromper 

antecipadamente o treinamento. Se o desempenho da validação não melhorar por 

um número consecutivo de épocas igual ou superior ao valor especificado em 

max_fail, o processo de treinamento é interrompido para evitar o overfitting. 

• mu: A constante de momento, denotada por mu, controla a influência do termo 

de momento na equação de atualização de peso. Quando mu é definido com um 

valor entre 0 e 1, permite que a rede siga uma direção semelhante à atualização 

de peso anterior, resultando em atualizações de peso mais suaves e menos 

sensíveis às flutuações locais na superfície de erro.  

• mu_dec: Este valor regula a taxa de redução do termo de momentum, controlado 

pelo parâmetro mu, ao longo do processo de treinamento. 

• mu_inc: Este valor determina a taxa pela qual o termo momentum, controlado 

pelo parâmetro mu, aumenta durante o processo de treinamento. 

• mu_max: Define o limite máximo para a constante de momento mu durante o 

treinamento. Conforme o treinamento progride, o valor de mu pode aumentar 

devido ao parâmetro mu_inc, mas não ultrapassará o valor de mu_max. 

 


