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Resumo: Arritmias card́ıacas são distúrbios no ritmo dos batimentos, que podem se
manifestar de diversas formas, desde alterações leves e assintomáticas até condições gra-
ves, como fibrilação atrial e taquicardia ventricular, que elevam o risco de complicações
como insuficiência card́ıaca, acidentes vasculares e até morte súbita. A detecção pre-
coce e precisa das arritmias é crucial para o tratamento, mas a interpretação manual de
eletrocardiogramas (ECG) pode ser demorada e sujeita a erros [1].

Diante dessa necessidade, a detecção automática de arritmias têm ganhado relevância,
com destaque para o uso de aprendizado de máquina (Machine Learning, ML), que permite
identificar padrões complexos em dados de ECG de forma rápida e precisa. Algoritmos
de ML podem aprimorar o diagnóstico, reduzindo o tempo de resposta e aumentando a
precisão na identificação de arritmias [2].

Este estudo utiliza o conjunto de dados de arritmias MIT-BIH [3], um dos mais ado-
tados em pesquisas sobre arritmias. O conjunto é composto por gravações de ECG com
30 minutos de duração, amostradas a 360 Hz de 47 indiv́ıduos distintos.

O processamento dos sinais ECG seguiu uma sequência de etapas que começa com
a extração da derivação MLII. Em seguida, aplicou-se um filtro notch, responsável por
eliminar interferências de 60 Hz provenientes da rede elétrica, garantindo um sinal mais
limpo para análise. Para padronizar o sinal, foi utilizado o z-score (z = x�µ

�
), em que µ é

a média e � o desvio padrão do sinal. Essa padronização é fundamental para que os dados
estejam em uma escala uniforme, facilitando a aplicação dos algoritmos de aprendizado
de máquina. A etapa seguinte envolveu a detecção dos picos R, executada pelo algoritmo
XQRS da biblioteca WFDB. O pico R representa o momento de máxima despolarização
dos ventŕıculos, sendo fundamental para avaliar o ritmo card́ıaco. A partir dos picos R
detectados, o sinal completo de 30 minutos foi segmentado em batimentos individuais,
cada um delimitado em janelas de 300 pontos, abrangendo 100 pontos antes e 200 após
cada pico R, formando assim a base para a classificação.

As 16 classes originais foram agrupadas em cinco categorias, conforme as diretrizes
da Association for the Advancement of Medical Instrumentation (AAMI) EC57. Para
minimizar o desbalanceamento dos dados, o problema foi dividido em dois subproblemas.
No primeiro, as amostras foram classificadas como normais ou anormais, com as arrit-
mias (SVEB: batimento ectópico supraventricular, VEB: batimento ectópico ventricular,
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F: batimento de fusão, e Q: batimento desconhecido) agrupadas como “anormais”. No se-
gundo subproblema, classificaram-se apenas essas quatro classes de arritmia, minimizando
a influência dos dados normais.

Os sinais segmentados foram então processados por uma rede neural convolucional
(CNN), que extraiu os embeddings. Esses embeddings mapeiam as caracteŕısticas do sinal
para um manifold de maior ou menor dimensão, organizando as caracteŕısticas em um
espaço que facilita a identificação e a distinção de padrões relevantes. Por fim, o algoritmo
Random Forest foi aplicado para classificar as arritmias com base nos dados processados.

Os resultados deste estudo, apresentados na Tabela 1, mostram um desempenho su-
perior em relação à literatura, com alta acurácia, sensibilidade e especificidade na classi-
ficação binária, superando os métodos baseados tanto no domı́nio da frequência, como os
Mel Frequency Cepstral Coe�cients (MFCC) e os Linear Frequency Cepstral Coe�cients
(LFCC), quanto no domı́nio do tempo. Na classificação multiclasse, a abordagem também
obteve excelentes resultados, demonstrando sua eficácia na identificação de diferentes ti-
pos de arritmia.

Tabela 1: Comparativo do resultados com a literatura.
Autor Domı́nio Tipo ACC Se Sp Pr F1 AUC
Este Tempo Binário 0,9864 0,8581 0,9983 0,9794 0,9147 0.9956
Estudo Tempo Multiclasse 0,9770 0,9770 0,9923 0,9770 0,9770 0,9975

[4]

MFCC Binário 0,9830 0,8285 0,9947 – – 0,9830
MFCC Multiclasse 0,9635 0,9433 0,9858 – – 0,9947
LFCC Binário 0,9569 0,8404 0,9940 – – 0,9832
LFCC Multiclasse 0,9569 0,9426 0,9834 – – 0,9832

[5] Tempo Multiclasse 0,9900 0,9400 0,9900 – – 0,9975
ACC: Acurácia, Se: Sensibilidade, Sp: Especificidade, Pr: Precisão, F1: F1 Score
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