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Em nosso universo, pulsares são estrelas de nêutrons que giram rapidamente e emi-
tem um feixe de radiação eletromagnética detectável na Terra. Eles são de considerável
interesse cient́ıfico, pois servem como sondas do espaço-tempo e do meio interestelar.
A identificação desses objetos celestes é um problema significativo na radioastronomia.
Tradicionalmente, as emissões de rádio eram analisadas manualmente para confirmar a
presença de pulsares, um processo que consome muito tempo [1]. A automação desse
processo de classificação é fundamental para a análise de grandes volumes de dados de
forma rápida e eficiente. Assim, o problema de classificar pulsares a partir de candida-
tos se tornou uma questão de aprendizado de máquina, onde se distingue um pulsar de
uma candidata não-pulsar, que é a vasta maioria dos dados. Este problema é tratado
como uma classificação binária, com um alto desbalanceamento de classes, podendo ser
abordado como um desafio de detecção de anomalias.

O conjunto de dados apresenta uma distribuição de classes significativamente dese-
quilibradas. A vasta proporção de candidatas não-pulsares, totalizando 16.259 exemplos,
contrasta com o número reduzido de pulsares (1.639). Esta caracteŕıstica do conjunto de
dados, o desbalanceamento de classes, é um fator importante para a escolha da técnica
de classificação. O conjunto de dados HTRU2, fornecido por Robert Lyon, é composto
por oito variáveis cont́ınuas e uma variável de classe que indica a presença de um pulsar
[2]. As variáveis são obtidas a partir de duas fontes: o perfil de pulso integrado e a curva
DM-SNR. As quatro primeiras variáveis descrevem a média, o desvio padrão, a curtose e a
assimetria do perfil de pulso. As quatro variáveis restantes medem as mesmas estat́ısticas
para a curva DM-SNR, que reflete como a radiação do pulsar é espalhada por elétrons no
espaço interestelar antes de atingir a Terra.

O método utilizado para resolver este problema é o Autoencoder, uma arquitetura de
rede neural artificial adequada para detecção de anomalias [3]. A arquitetura consiste em
duas partes: um encoder, que mapeia os dados de entrada x ∈ RD para uma representação
latente de baixa dimensão z ∈ Rd (d ≪ D), e um decoder, que reconstrói os dados de
entrada a partir da representação latente. A função de codificação, f(x) : RD → Rd, e a
função de decodificação, g(z) : Rd → RD, são treinadas para minimizar o erro de recons-
trução entre a entrada original x e a sáıda reconstrúıda x̂ = g(f(x)). A função de perda
a ser minimizada é tipicamente o erro quadrático médio (MSE): L(x, x̂) = 1

D
∥x− x̂∥2. A

estratégia para a detecção de anomalias consiste em treinar o Autoencoder somente com
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os dados da classe majoritária (os não-pulsares). Ao fazer isso, a rede aprende a reconhe-
cer as caracteŕısticas intŕınsecas dos dados normais e se torna eficiente em reconstrúı-los
com um erro baixo. Quando um dado anômalo (um pulsar) é apresentado à rede, ele
terá caracteŕısticas diferentes das que a rede aprendeu. Consequentemente, o modelo terá
dificuldade em reconstruir esse dado, resultando em um erro de reconstrução alto. O erro
de reconstrução de cada dado é a pontuação que será usada para classificar o ponto como
normal ou anômalo. Um limite é definido, e qualquer ponto com erro acima desse limite
é classificado como um pulsar.

A abordagem de usar um Autoencoder para detecção de anomalias se mostra parti-
cularmente vantajosa para este tipo de conjunto de dados desbalanceado. A metodologia
evita o problema de enviesamento comum em modelos de classificação tradicionais, que
poderiam ter seu desempenho comprometido por aprenderem a classe majoritária.

O limiar de anomalia foi definido utilizando o Índice de Youden nos dados de treino,
uma abordagem que maximiza simultaneamente a sensibilidade e a especificidade. O valor
do limiar foi de 1,4022, o que significa que um dado é classificado como pulsar quando o seu
erro de reconstrução (MSE) é superior a este valor. O modelo obteve acurácia de 94,92%
e AUC-ROC de 0,9597, indicando sua capacidade de distinguir as classes. O F1-Score
geral de 75,54% mostra o bom balanço entre a precisão e a sensibilidade na identificação
dos pulsares. A sensibilidade de 85,67% e a especificidade de 95,85% mostram que o
modelo consegue encontrar a maioria dos pulsares e classificar corretamente a maioria dos
não-pulsares.
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(b) Curva ROC.

Figura 1: Resultados da avaliação do modelo Autoencoder como detector de anomalias.
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