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As arritmias cardiacas representam um risco significativo para a saide, sendo funda-
mental um diagnostico preciso para um acompanhamento clinico adequado. Entretanto, a
andlise de eletrocardiogramas (ECG) baseada na interpretagao visual é uma tarefa com-
plexa, que pode ser subjetiva e gerar divergéncia entre profissionais [1]. Assim, ao se
utilizar algoritmos de Aprendizado de Maquina (Machine Learning-ML) e padroes do
ECG, consegue-se prever o diagnéstico com maior precisao e confiabilidade.

E nesse cendrio que este trabalho esta inserido, separando os diagnésticos em nor-
mais e anormais, buscando analisar qual configuracao do modelo é mais sensivel para
identificar corretamente cada tipo de batimento. O conjunto de dados utilizado para
tal tarefa foi o tratado por [2], obtido diretamente do “MIT-BIH Arrhythmia Database”
[3]. Este conjunto contém registros de ECG com cerca de 30 minutos de duragao. No
pré-processamento, cada exame foi separado batimento por batimento, visando treinar o
modelo para reconhecer os diferentes tipos de batimentos. Cada batimento foi rotulado
seguindo o padrao AAMI, sendo eles: batimentos normais (N), supraventriculares (S),
ventriculares (V), fusdo (F) e nao classificaveis (Q). Ao se analisar a quantidade de dados
em cada classe, verificou-se que ele é altamente desbalanceado, com cerca de 93% de casos
classificados como normais. Portanto, tais rétulos foram separados em dois grupos: os
normais (N), compostos somente por batimentos rotulados como N, e os anormais (AN),
composto por todos os outros rétulos, visando reduzir o desbalanceamento e possibilitar
a formulagao de um problema bindrio, para uma primeira investigacao.

Para realizar a classificacao, o algoritmo de aprendizado de maquina escolhido foi o
K-Nearest Neighbors (KNN). A base de dados foi dividida em 70% para treinamento e
30% para teste. A busca por hiperparametros foi realizada no conjunto de treinamento
utilizando a técnica 5-fold comparando-se o desempenho do modelo sob diferentes métricas
de distancia (Minkowski), controladas pelo hiperparametro p. O resultado indicou que,
dentre os valores testados para o numero de vizinhos (n_neighbors € {5,7,9,11,15}, o
valor ideal foi 5 e que o uso de pesos ponderados pela distancia (weights = distance)
apresentou os melhores resultados consistentemente. Para os casos p = 1 e p = 2, esses
valores foram encontrados por meio de uma busca em grade (Grid Search). No entanto,
para os testes com p = 4 e p = 8, a busca completa se mostrou inviavel devido ao alto
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custo computacional. Nesses casos, o valor de n_neighbors foi fixado em 5 (com base no
resultado anterior) e a otimizagao focou no hiperparametro weights. Todo o processo de
otimizagao foi focado em maximizar a Sensibilidade.

Os resultados dos testes, reunidos na Tabela 1, apontam a distancia Euclidiana (p = 2)
como a de melhor desempenho. Esta configuracao se destacou por alcancar a maior
Sensibilidade, com 83,74%. A prioridade foi dada a esta métrica, pois em um diagndstico
clinico, a importancia de um Falso Negativo (ndo detectar uma arritmia real) é muito
maior do que o de um Falso Positivo. A superioridade do modelo com p = 2 é confirmada
em sua matriz de confusao (Figura 1), que mostra o menor nimero de Falsos Negativos
entre os testes: 323, ou seja, 323 batimentos anormais foram classificados como normais,
ao custo de somente 9 batimentos normais classificados como anormais em relacao ao
melhor modelo apresentado. Portanto, esta configuracao provou ser a mais eficaz para a
tarefa. Os proximos passos da pesquisa sao verificar se isso se mantém para o problema
multiclasse e também utilizar outros classificadores para tratar o problema.

Métrica Accuracy Recall ROC F1 Precision Specificity

1 98,50 81,98  0,9090 0,8899 97,31 99,82
2 98,60 83,74 09176 0,8982 96,86 99,78
4 98,49 82,94 0,9134 0,8906 96,15 99,73
8 98,33 81,38  0,9053 0,8781 95,34 99,68

Tabela 1: Resultados do treinamento do modelo KNN.
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Figura 1: Matrizes de confusao do modelo KNN para cada métrica. Fonte: Os autores.
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